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Tiivistelma

Ennakoivan analytiikan ja big datan kayttdé onnettomuuksien ennakoinnis-
sa ja pelastustoimen palveluiden kohdentamisessa on yleistynyt kansain-
valisesti viimeisen viiden vuoden aikana. Erityisesti ohjatun koneoppimisen
algoritmien hyédyntaminen alueellisten rakennuspaloriskien mallintamises-
sa seka tapauskohtaisesti, ettd laajemmin integroituna erilaisiin ohjelmis-
toihin, on yleistynyt eri puolilla maailmaa. Ohjatun koneoppimisen mene-
telmista saatava hyoty on kytkoksissa saatavilla olevan tiedon maaraan ja
laatuun. Aiemmissa tutkimuksissa ennakoivan analytiikan menetelmien
soveltamisen suurin rajoittava tekija pelastustoimessa on ollut kattavien ja
laadukkaiden paikkaan sidottujen tietoaineistojen saatavuus.



Suomessa pelastustoimen riskiarvio ja suunnittelu perustuu yhden nelioki-
lometrin riskiruutuihin, joihin laskettu rakennuspalojen riskiarvio perustuu
ruutujen asukaslukuun, kerrosalaan seka niiden yhteisvaikutukseen. Aiem-
man kansainvalisen ja kotimaisen tutkimuksen perusteella asukasluvun ja
kerrosalan lisaksi myds rakennuksen teknisillda ominaisuuksilla, ymparistote-
kijoilla ja erityisesti kiinteistoissa toimivilla tai asuvilla henkildilla, on olen-
nainen vaikutus tulipaloriskiin.

Talla hetkelld lupaavimmalta pelastustoimen riskianalyysin toteuttamiseksi
nayttaytyy erilaiset ohjattuun koneoppimiseen perustuvat riskianalyysimal-
lit, jotka hyddyntavat useista eri [dhteistd saatavaa tietoa. Ndiden menetel-
mien hyddyntamista tulipalojen ja muiden onnettomuuksien ennustami-
seen on tutkittu useissa maissa, saaden hyvia tuloksia, ja niiden soveltamis-
ta Suomen pelastustoimessa tulisi tutkia kansallisessa viitekehyksessa.

Toistaiseksi ennakoivan analytiikan menetelmien soveltuvuudesta Suomen
pelastustoimen kaytt6on on vain vahan tietoa esimerkiksi oikeudelliseen
toimintaymparistoon ja rakennustekniikkaan liittyvista syista. Taman tutki-
muksen keskeinen tutkimusongelma voidaan maarittaa seuraavasti: Voi-
daanko viranomaisten hallussa olevia tietoja seka ohjatun koneoppimisen
algoritmeja hyodyntden mallintaa rakennuskohtaista tulipaloriskia Suomes-
sa?

Tama tutkimus on luonteeltaan soveltavaa tutkimusta. Kokeellisen tietojen-
kasittelytieteen ndakokulmasta tietojen kasittelyyn liittyvia ongelmia lahes-
tyttiin ensin tunnistamalla mahdollisia aineistoja ja niiden analysoimiseen
soveltuvia algoritmeja, jonka jalkeen ratkaisujen soveltuvuutta, luotetta-
vuutta ja tehokkuutta arvioitiin kdytannon kokeilujen avulla.

Tutkimushankkeen aikana tehtiin kaksi kdaytannon kokeilua, jonka mallin-
nuksissa hyodynnettiin eri ohjatun koneoppimisen algoritmeja seka opetus-
aineistoa, joissa oli tietoa rakennuksista, onnettomuuksista ja sosioekono-
mista tietoa vaestodstd. Ensimmainen kokeilu toteutettiin avoimilla aineis-
toilla ja Pelastustoimen toimenpide- ja resurssirekisteri PRONTOnN onnetto-
muustiedoilla padkaupunkiseudun alueelta. Toinen kokeilu toteutettiin koko
Suomen alueella Tilastokeskuksen ja PRONTON aineistoja hyddyntaen.

Kokeilujen perusteella paatdéspuumalleihin perustuvat ohjatun koneoppimi-
sen menetelmat, nk. XGBoost ja satunnaismetsa eli nk. Random Forest, so-
veltuivat tarkkuuden ja tehokkuuden puolesta kdytettavissa olevien aineis-



tojen mallintamiseen parhaiten. Koko Suomen rakennuspaloriskiarvojen
mallintamisessa asukasmaara osoittautui kaikista painavammaksi rakennus-
paloja selittavaksi tekijaksi. Toiseksi painavin muuttuja oli autolliset asukas-
kunnat. Tyottomyyteen, toimeentuloon ja eldkkeeseen liittyvat muuttujat
olivat my0s keskeisia. Aineistojen saaminen tutkimuskayttoon osoittautui
hankkeen suurimmaksi haasteeksi.

Tutkimuslupien ja tietopyyntdjen vaativuuden takia hakemusprosessit oli-
vat pitkia ja edellyttivat paljon resursseja. Jotta vastaavanlaista aineistoko-
konaisuutta voitaisiin hyddyntada jatkuvassa arvioinnissa ja paatoksenteos-
sa, tulisi keskeiset aineistot tulevaisuudessa koota yhteen paivitettavaan
tietojarjestelmaan, kuten Sisdministerion parhaillaan kehittdmaan onnetto-
muuksien ehkaisyn tietojarjestelmaan. Onnettomuustietojen lisdksi naihin
keskeisiin aineistoihin kuuluvat esimerkiksi Tilastokeskuksen FOLK-henkil -
tietoaineiston moduulit.
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Referat

Anvandningen av proaktiv analys och big data for att forutsaga olyckor och
forbattring av raddningstjanster har blivit mer utbredd internationellt un-
der de senaste fem aren. | synnerhet har anviandningen av styrda maski-
ninlarningsalgoritmer for att modellera regionala brandrisker i byggnader,
bade fran fall till fall och mer integrerat i olika programvaror, blivit utbredd
over hela varlden. Férdelarna med maskinstyrda inlarningsmetoder ar
kopplade till mangden och kvaliteten pa tillganglig information. | tidigare
studier har den framsta begransande faktorn vid tillampningen av proaktiva
analysmetoder i raddningsinsatser varit tillgangen till omfattande och hogk-
valitativ platsspecifik data.

| Finland baseras raddningstjanstens riskbedémning och planering pa en
kvadratkilometer riskrutor, dar den berdaknade brandriskbedémningen ba-



seras pa torgens befolkning, golvyta och deras sammanlagda effekt. Base-
rat pa tidigare internationell och inhemsk forskning har, férutom antalet
invanare och golvyta, byggnadens tekniska egenskaper, miljofaktorer och i
synnerhet de personer som arbetar eller bor i byggnaderna en betydande
inverkan pa brandrisk.

| dagslaget verkar det mest lovande sattet att genomfora en raddningsris-
kanalys vara olika riskanalysmodeller baserade pa maskinstyrt larande, som
anvander sig av information fran en mangd olika kallor. Anvandningen av
dessa metoder for att forutsdga brander och andra olyckor har studerats
over hela varlden, med goda resultat, och deras tillampning i finlandska
raddningsinsatser bor studeras inom det nationella ramverket.

An s& lange &r lite kdnt om tillimpbarheten av metoderna fér prediktiv ana-
lys i Finland av skél relaterade ftill till exempel den juridiska verksamhetsmil-
jon och byggtekniken. Det huvudsakliga forskningsproblemet i denna studie
kan faststallas enligt féljande: Ar det mojligt att modellera den byggnads-
specifika brandrisken i Finland med hjalp av myndigheternas data och de
guidade maskininlarningsalgoritmerna?

Denna studie ar inom grenen tillampad vet enskap. Ur experimentell data-
vetenskaps synvinkel togs problemen relaterade till databehandling forst
upp genom att identifiera mojliga data och algoritmer lampliga for deras
analys, varefter lampligheten, tillforlitligheten och effektiviteten av I6snin-
garna utvarderades genom praktiska experiment. Under forskningsprojek-
tet genomférdes tva praktiska experiment, vars modellering utnyttjade oli-
ka algoritmer for guidad maskininlarning samt laromedel med information
om byggnader, olyckor och socioekonomisk information om befolkningen.
Det forsta experimentet genomfordes med 6ppna data och PRONTO-oly-
cksdata i huvudstadsregionen. Det andra experimentet genomférdes i hela
Finland med hjalp av uppgifter fran Statistikcentralen och PRONTO.

Baserat pa experimenten var de guidade maskininlarningsmetoderna base-
rade pa beslutstradsmodeller, den sa kallade XGBoost, och den slumpmas-
siga skogen, den sa kallade Random Forest, bast lampade for att model-
lera tillgdngliga data for noggrannhet och effektivitet. Vid modellering av
byggnadsbrandriskvarden for Finland som helhet visade sig antalet invana-
re vara den viktigaste faktorn for att forklara byggnadsbrander. Den nast
viktigaste variabeln var om det finns en bil i bostaden. Variabler relaterade



till arbetsloshet, forsorjning och pensioner var ocksa viktiga. Att fa fram ma-
terialet for forskning visade sig vara projektets stérsta utmaning.

Pa grund av den krévande karaktaren av undersokningstillstand och forfrag-
ningar om information var ansokningsprocesserna langa och resurskravan-
de. For att kunna anvanda en liknande datauppsattning i det fortl6pande
beslutsfattandet bor nyckeluppgifterna i fortsattningen sammanstallas till
ett aktuellt informationssystem, sasom det olycksférebyggande informa-
tionssystem som for narvarande utvecklas av inrikesministeriet. Dessa ny-
ckeluppgifter omfattar forutom olycksdata till exempel modulerna i Statis-
tikcentralens FOLK-personuppgifter.
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Abstract

Over the past five years, the use of predictive modeling and big data in ac-
cident prediction and prevention has become increasingly popular in public
safety industry. In particular, the use of supervised machine learning algo-
rithms in regional building fire risk modelling, both on a case-by-case basis
and more widely integrated into different software’s, has become more
common in different parts of the world. However, one of the requirements
to use these types of analyses and to get the best outcome from them is to
have access to big data, meaning large amount of structured data collected
by different organizations and public agencies. In previous studies, access
to high-quality and comprehensive information has been the biggest chal-
lenge when applying these techniques.

In Finland, the national risk assessment used in planning by rescue services
is based on a regression model that utilize one square kilometer of risk
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squares, on which the calculated risk assessment of building blocks is based
on the number of inhabitants of the squares, the floor area, and their com-
bined impact. However, according to previous international and domestic
studies, technical characteristics of the building, environmental factors and
the persons working or living in the buildings, have a significant impact on
the risk of fire. According to previous studies, supervised machine learning
algorithms utilizing information from multiple data sources seem to be the
most promising methodology to conduct Rescue Services’ risk analysis.
These methods have been successfully applied in predicting fires and other
accidents in several case studies and their application by the Finnish rescue
services should be investigated in the national framework.

So far, there is little information on the suitability of predictive modelling
methods in Rescue Services in Finland, mainly due to reasons related to the
legal environment and construction technology. The main research problem
of this study can be defined as follows: Can the data held by the authorities
and supervised machine learning algorithms be used to model the buil-
ding-specific fire risk in Finland?

This study is of an applied nature. From the experimental computing scien-
ce point of view, problems related to data processing were first approached
by identifying possible data and algorithms suitable for their analysis, after
which the suitability, reliability and efficiency of the solutions were evaluat-
ed through practical experiments.

During the research project, two practical experiments were conducted
using different supervised machine learning algorithms and datasets con-
taining information on buildings, accidents, and socio-economic informati-
on on the population. The first experiment was conducted with open data
and PRONTO (database of the fire and rescue service’s official register of in-
cidents) data from the Helsinki Metropolitan Area. The second experiment
was conducted in the whole territory of Finland by using PRONTO data and
Statistics Finland (national statistical institution in Finland) data.

The experiments indicate that decision tree models, such as XGBoost and
Random Forest are best suited for modelling the data available in terms
of accuracy and efficiency. In modelling the building fire risk values for the
whole of Finland, the number of inhabitants proved to be the most impor-
tant variable explaining building fires. The second-most important variable
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was households that own a car. The variables related to unemployment, in-
come and pensions were also key in explaining the prevalence of fire occur-
rences. Access to data proved to be the biggest challenge of the project.
Due to the complexity of research permits and requests for information,
the application processes were lengthy and required a lot of resources. The
findings of this study indicate that key data should be compiled into an in-
formation system, e.g., the database currently developed by the ministry of
the interior, so that these techniques and data can be utilized in continuous
evaluation and decision-making. In addition to accident data, FOLK-data
from Statistics Finland should be included.
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Keskeiset kasitteet

Ennakoiva analytiikka: Analyysimenetelma, jolla ennakoidaan tulevaa,
kdyttamalla isoa maaraa tietoa menneisyydestd. Ennakoivan analytiikan
menetelmia voidaan myos kayttda nykyhetken tilannekuvan tai riskiarvion
muodostamiseen aikaisempien tietojen perusteella. (Abbot 2014)

Tekodly: Kuvaa tekniikoita, joiden avulla tietokoneet saadaan ratkomaan
ongelmia ja tekemaan alyllisia johtopaatoksia itsenaisesti.

Koneoppiminen: Tekoalyn osa-alue, joka kuvaa toimintaa, jossa algoritmit
oppivat tekemaan paatoksia ja jasentamaan dataa itsenaisesti. (Kotsiantis
ym. 2007)

Big data: Kuvaa suuria tietomassoja, joita tulee monesta eri lahteests, li-
saantyy jatkuvasti ja on muodoltaan vaihtelevaa.

Mallinnus: Taman tutkimuksen yhteydessa mallinnuksella viitataan lasken-
nalliseen mallintamiseen, jonka avulla analysoidaan ilmi6ita, joiden syntyyn
vaikuttaa monia valittomia ja valillisia tekijoita.

Laskennallinen viitekehys: Yhdistelma algoritmeja ja ohjelmistokoodeja,
jonka avulla pystytdan tuottamaan monivaiheisia ja moniulotteisia analyy-
seja.

Rakennuspalo: Pelastusopiston maaritelman mukaan ”palo, jossa palo on
levinnyt syttymiskohdastaan sytyttden rakennuksen rakenteet tai irtaimis-
ton palamaan, joko liekehtien tai kytemdlld” (Pelastusopisto 2013a).

Rakennuspalovaara: Pelastusopiston maaritelmaan mukaan "palosta, kuu-
menemisesta tai kdrédhtdmisestd on syntynyt nédkyvdd savua. Tilanteesta
olisi ollut mahdollista kehittyd rakennuspalo, mutta se ei ole levinnyt kuu-
menemis- tai syttymiskohdasta rakennuksen rakenteisiin tai irtaimistoon.”
(Pelastusopisto 2013b.)
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1. Johdanto

Big datan eli suurten, jarjestelmattdomien ja jatkuvasti lisdantyvien tieto-
massojen hyédyntdaminen sisaltda uusia mahdollisuuksia kohdentaa viran-
omaisen toimintaa riskiperusteisesti. Jaetun tietopohjan mahdollistama pa-
rempi riskiprofilointi, missa hyodynnetdan tietoa, analytiikkaa ja tekoalya,
onkin tunnistettu keskeiseksi viranomaistoiminnan vaikuttavuutta paranta-
vaksi tekijaksi esimerkiksi tyo- ja elinkeinoministerion ”Luvat ja valvonta”
-hankkeessa (Tommila 2017). Kansainvilisesti on jo tehty lupaavia havainto-
ja ennakoivan analytiikan hyédyntamisesta pelastustoimen valvonnan koh-
dentamisessa. Esimerkiksi Yhdysvalloissa pelastustoimessa on otettu kayt-
toon erindisia ennakoivaa analytiikkaa ja big dataa hyddyntavia ohjelmistoja
ja laskennallisia viitekehyksid, kuten Firebird, Firecast, ja Firecare (Madaio
ym. 2016; Roman 2014; Gilbert & Gilbert 2018).

New Yorkin pelastuslaitosten kdytossa olevaan Firecast-ohjelmistoon on in-
tegroitu ohjattua koneoppimista hyddyntavia mallinnustekniikoita ja jatku-
vasti paivittyvia tietovarantoja, mahdollistaen reaaliaikaisen riskianalyysin
tuottamisen pelastuslaitosten pdivittdisen suunnittelun tueksi. Paremman
valvonnan kohdentamisen seurauksena valvonnan yhteydessa havaittujen
puutteiden lukumaéara on noussut ldhes 20 prosenttia (Apolitical 2017). Vii-
me vuosina ulkomailla rakennuspalojen ennakoimiseen kaytettyja ohjatun
koneoppimisen algoritmeja on testattu myos tapauskohtaisesti esimerkiksi
Kiinassa, Eteld-Koreassa ja Britanniassa (Wang ym. 2019, Seon-gwan Hon &
Seung-ryul Jeong 2018, Dang 2019).

Suomessa monella hallinnonalalla on parhaillaan kdynnissa tietojarjestel-
mien uudistustyd. Hallitusohjelman 2019 mukaan Suomi tunnetaan edel-
lakavijana, jossa digitalisaation ja teknologisen kehityksen luomia mah-
dollisuuksia kehitetdan ja otetaan kayttéon yli hallinto- ja toimialarajojen.
Hallitusohjelman mukaan Suomeen luodaan rakennetun ympariston valta-
kunnallinen digitaalinen rekisteri ja tietoalusta, joihin maankayttoa ja raken-
tamista koskevat paatokset ja prosessit tukeutuvat. (Valtioneuvosto 2019.)
Vastaavasti pelastustoimen onnettomuuksien ehkdisyn tietojarjestelma on
kehitteilld, kuten myos lukuisia muita tietojarjestelmahankkeita, esimerkiksi
Turvallisuus- ja kemikaaliviraston lupien ja valvonnan digitaalisen hallinnan
tietojarjestelma ”"VALLU”.
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Tiedon luokittelu parantaa keskeisesti tiedon hyddynnettavyytta. Tietojar-
jestelmien rakentamisvaiheessa niihin on mahdollisuus vaikuttaa, mutta
mydhemmin se voi olla vaikeampaa, ellei jopa mahdotonta. Tietojarjestel-
mien valisten rajapintojen kannalta on keskeista selvittda niita tietoja, jotka
ovat keskeisia pelastustoimen riskianalyysin tekemiseksi tulevaisuudessa,
jotta ndma rajapinnat voidaan huomioida niin eri tietojarjestelmien suun-
nittelussa kuin pelastustoimen tiedonsaantioikeuksia koskevan lainsaadan-
non valmistelussa.

Pelastustoimen lakisdateisena tehtavana on kohdentaa pelastustoimen
tavoitteet, voimavarat, palvelut ja niiden taso sekd kohdennettava valvon-
taa riskiperusteisesti. Talla hetkelld kdyttssa oleva pelastustoimen riskiana-
lyysi perustuu regressiomalliin, jossa muuttujina ovat ruudun asukasluku,
kerrosala seka niiden yhteisvaikutus (Tillander ym. 2010). Taman lisaksi
pelastustoimen toimintavalmiuden suunnitteluohjeen mukaisesti riskiluo-
kan maaraytymiseen vaikuttaa myos ruudussa (viiden vuoden seurantajak-
solla) tapahtuneiden onnettomuuksien maara. Riskiluokan maarittdmisessa
ei talla hetkelld huomioida esimerkiksi ruudussa uhattuna olevia arvoja tai
tapahtuneita vahinkoja. Pelastustoimen talla hetkellad kdayttamaa regressio-
pohjaista riskianalyysimallia on arvosteltu muun muassa sote-maakuntala-
kipaketin lausunnoissa.

Paikkatiedollinen big data antaa pelastustoimelle uusia mahdollisuuksia en-
nakoida, missa erilaisia onnettomuuksia todennakoisesti tapahtuu, minka-
laiset seuraukset olisivat todennakoisia ja miten resursseja tulisi kohdentaa.
Talla hetkelld lupaavimmalta pelastustoimen riskianalyysin toteuttamiseksi
nayttaytyy erilaiset algoritmipohjaiset riskianalyysimallit, jotka hyodyntavat
useista eri lahteista saatavaa tietoa. Koska ndiden menetelmien hyédynta-
misesta tulipalojen ja muiden onnettomuuksien ennakoimisessa on saatu
hyvia tuloksia maailmalla, tulisi tutkia niiden soveltuvuutta kansallisessa
viitekehyksessa.

Pelastustoimen riskiarvio, suunnittelu, seuranta, tutkimus ja kehitystoimin-
ta pohjautuvat jatkossa pelastustoimen valtakunnalliseen tilasto- ja paik-
katietoaineistoon. Aineistoon on koottu valtakunnallisiin tietoaineistoihin
pohjautuvia valmiita tilasto- ja paikkatietoaineistoja, pelastustoimen alueit-
tain ja riskiarvion alueyksikoittain (Sisaministeri6, 2020). Uuden alustan
olisi kuitenkin mahdollistettava huomattavasti Pelastustoimen toimenpide-
ja resurssirekisteria (PRONTO) monipuolisempia raportointi- ja analyysitoi-
minnallisuuksia erityisesti paikkatietoaineistojen ja paikkatietomuotoon ja-
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lostettavien tilastoaineistojen osalta, kuten riskiruutu-perusteisesta tarkas-
telusta, onnettomuuksien lukumaarasta ja onnettomuusprofiilista, onnetto-
muusvahingoista ja laskennallisista riskeista.

1.1 Tutkimuksen tavoitteet

Taman tutkimuksen tavoitteena on tuottaa tietoa, joka tukee pelastustoi-
men riskianalyysin kehittamistd. Tutkimuksen avulla luodaan kokonaiskuva
ennakoivan analytiikan tarjoamista mahdollisuuksista, kdyttétavoista ja ra-
joituksista, jotka tulisi huomioida Suomen pelastustoimen riskianalyysitoi-
minnassa. Tarkoituksena on selvittdaa jo olemassa olevien riskianalyysialus-
tojen ja analyysimenetelmien soveltuvuutta ja koostaa analyysimenetelmia,
joilla voidaan kohdentaa pelastustoimen palveluita aiempaa riskiperustei-
semmin. Tutkimuksen tavoitteena on myos edistaa tiedon tehokkaampaa
hyddyntamista kartoittamalla uusia aineistoja, joista on pelastustoimelle
hyotya valtakunnallisella tasolla.

1.2 Tutkimuksen teoreettinen viitekehys

Resurssit, esimerkiksi data- ja IT-infrastruktuuriratkaisut seka toiminnot, ku-
ten big data -analyysi, on kuvattu olennaisina mekanismeina, jotka edista-
vat organisaatioiden arvon luomista. On tarkeda, etta organisaatio tunnis-
taa ja ymmartaa tietoon perustuvan arvon luomisen merkityksen kilpailu-
kyvyn saavuttamiseksi ja parempien palvelujen tarjoamiseksi. Resurssipoh-
jaisen nakokulman mukaan yritykset, jotka hankkivat arvokkaita resursseja
ja jalostavat niita tarkoituksenmukaisesti, voivat luoda ainutlaatuisia arvoja
tai ominaisuuksia, mitkd antavat niille kilpailuetua. Tama on yleisimpia or-
ganisaatioteoreettisia Idahestymistapoja big data -tutkimukseen (Galetsi ym.
2020).

Ennakoivan analytiikan ja ohjatun koneoppimisen algoritmien kayton yleis-
tyminen rakennuspalojen ennakoimisessa kansainvalisesti pelastusalla on
selitettdvissa Galetsin ym. kuvaamalla organisaatioteoreettisella |dhesty-
mistavalla big data-analyyseihin. Kykenemalla luomaan tarkkoja rakennus-
palojen riskiarvioita, pystytaan ennakoimaan tulipaloja ja parantamaan or-
ganisaation palvelukykya kohdentamalla palvelut sinne, missa niitd eniten
tarvitaan.
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Tama tutkimus on luonteeltaan soveltavaa tutkimusta, jonka paamaara-

na ovat kdytannon sovellutukset. Soveltavassa tutkimuksessa sovelletaan
perustutkimuksen tuottamaa tieteellista tietoa johonkin kdytannolliseen
ongelmaan. Soveltavaa tutkimusta on esimerkiksi sovellusten etsiminen
perustutkimuksen tuloksille tai uusien menetelmien ja keinojen luominen
tietyn ongelman ratkaisemiseksi. Tieteenalojen vilisessa jaottelussa tama
tutkimus sitoutuu ensisijaisesti tietojenkasittelytieteen tutkimustraditioihin.
Tietojarjestelmien rakenteiden ja niiden eroavaisuuksien johdosta big data
-tutkimus vaatii usein edistyksellisia tietojenkasittelymenetelmia. Tassa tut-
kimuksessa sovelletaan seka teoreettista, etta kokeellista tietojenkasittely-
tiedetta.

Teoreettisen tietojenkasittelytieteen nakokulmasta pyritaan syventamaan
tietdmysta algoritmien ja tietojenkasittelyn rajoituksista ja potentiaalista
seka loytamaan mahdollisimman tehokkaita ja luotettavia ratkaisuja ongel-
miin, jotka liittyvat big data —analyysien soveltamiseen riskianalyysity6ssa.
Kokeellisen tietojenkasittelytieteen nakdkulmasta tietojenkasittelyyn liitty-
vid ongelmia lahestytdan ensin tunnistamalla mahdollisia ratkaisuja ja sitten
arvioimalla ratkaisujen soveltuvuutta, luotettavuutta ja tehokkuutta. Taman
avulla pyritaan 16ytamaan ratkaisuja moniulotteisiin ongelmiin, joissa esi-
merkiksi kdyttssa olevan tiedon analysoiminen vaatii uusien laskennallisten
menetelmien kehittdmista tai soveltamista uusiin tarkoituksiin. Tietojenka-
sittelytieteessa ja big data-analyyseissa hyddynnetdan tyypillisesti ohjatun
koneoppimisen menetelmia ja niitd sovelletaan eri toimialojen riskianalyysi-
tyossa yha enenemissa maarin. (Dodig-Crnkovic 2002)

1.3 Tutkimusongelmat- ja menetelmat

Ulkomailla tehdyissa tutkimuksissa on havaittu, ettd big data-analytiikalla,
eli laajoilla tietoaineistoilla ja niihin kohdistuvien algoritmipohjaisten ana-
lyysien avulla on mahdollista ennustaa tulipaloja melko hyvilldkin tarkkuuk-
silla. Toistaiseksi ei ole tietoa naiden mallien soveltuvuudesta Suomeen
esimerkiksi kulttuuriin, oikeudelliseen toimintaymparistdoon tai rakennus-
tekniikkaan liittyvista syista.

Taman tutkimuksen keskeinen tutkimusongelma voidaan maarittaa seuraa-
vasti:

Voidaanko eri viranomaisten hallussa olevia tietoja seka keinodlyalgoritme-
ja hyodyntden ennustaa rakennuskohtaista tulipaloriskida Suomessa?
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Tasta muodostuu tutkimuksen hypoteesi. Hypoteesin mukaan rakennusten
teknisilla ominaisuuksilla seka siella asuvien ihmisten kayttaytymisella ja
taustoilla on keskeinen vaikutus tulipaloriskiin. Taman tutkimuksen tavoit-
teena on kokeellisesti testata, pitaako edella mainittu hypoteesi paikkansa.
Tama toteutetaan kayttamalla ohjattua koneoppimista hyddyntavia mallin-
nusmenetelmia.

Mallinnuksessa hyddynnetdan opetusaineistoa, joka koostuu tutkittavasta
ilmiosta ja sitd mahdollisesti selittavista tekijoista. Aiemmissa tutkimuksis-
sa, joissa ohjatun koneoppimisen menetelmia on kaytetty rakennuspalojen
ennakoimiseen, ilmiota selittavina tekijoind on kaytetty tietoa rakennuksis-
ta, onnettomuuksista ja sosioekonomista tietoa vaestosta. Selittdvia teki-
joita kartoitetaan koostamalla aiemmissa tapaustutkimuksissa kaytettyja
muuttujia. Muuttujien olennaisuus varmistetaan ohjausryhmalle suunnatul-
la kyselylld. Kun opetusaineistoon on koottu kaikki tunnistetut tekijat, joilla
saattaa olla valiton tai valillinen vaikutus rakennuspalon syntyyn, mallia
koulutetaan aineiston avulla ja se muodostaa funktion, eli koneoppimisrat-
kaisun, jolla se luokittelee tutkittavan aineiston.

Koneoppimisratkaisun suorituskykya arvioidaan k-kertaisella ristiinvali-
diointi-menetelmalla, jossa esimerkiksi 80 prosentin aineistosta kaytetdan
mallin koulutukseen ja 20 prosenttia mallin testaamiseen (Refaeilzadeh ym.
2009). Suorituskyvyn mittareina kdytetdaan esimerkiksi Receiver Operating
Character (ROC) ja Area Under the ROC curve (AUC) kayria, jotka visualisoi-
vat bindariluokittelijan oikea positiivisuus ja vaara positiivisuus -asteiden va-
listd vaihtuvuutta ja kuvaa mallin tarkkuutta (Huang & Ling 2005). Raken-
nuspaloja keskeisesti selittavia tekijoita kartoitetaan tutkimalla muuttujien
painoarvoa mallinnuksessa.

1.4 Tulosten hyodynnettavyys

Hankkeessa syvennetadn tietoa menetelmista, joiden tavoitteena on tukea
kansallisia analytiikan potentiaalin hyédyntamisen tavoitteita kdayttamalla
ennakoivaa analytiikkaa, big dataa ja koneoppimista. Taman tutkimuksen
tuloksista saadaan tietoa pelastustoimen tiedolla johtamisen tarpeita var-
ten, jota voidaan hyodyntaa tiedolla johtamisen tyokalujen suunnittelussa.
Tavoitteena on tunnistaa keskeiset tiedontuottajat, jotka ovat valttamatto-
mia algoritmipohjaisen riskianalyysin tekemiseksi, ja siten mahdollistaa nii-
den kytkeminen pelastustoimen tietojarjestelmiin.
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Tuotetut menetelmat auttavat kohdentamaan pelastustoimen palveluita
aiempaa riskiperusteisemmin. Tutkimustuloksia hyodyntamalla esimerkiksi
paloasemien sijainnit ja onnettomuuksien ehkaisyyn liittyvat tehtavat voi-
daan kohdentaa aiempaa paremmin, mika lisaa yhteiskunnan turvallisuutta
ja tehostaa varojen kayttoa.

Hankkeen tulokset ovat suoraan hyddynnettavissa kansallisessa kehittamis-
tyossa, ja hankkeen tavoitteena on palvella kansallisia analytiikan potenti-
aalin hyédyntamisen tavoitteita turvallisuuden edistamisessa laajemminkin.
Algoritmipohjainen lahestyminen mahdollistaa hyvin erilaisten ilmididen
ennustamisen, joten hankkeen 16ydokset voivat hyodyttdd myds muita vi-
ranomaisia ja julkishallinnon toimijoita.

1.5 Tutkimuksen eettisyys

Tutkimusta tehdessa on huomioitu Tutkimuseettisen neuvottelukunnan
(TENK) yleiset tutkimuseettiset periaatteet (Kohonen ym. 2019). Tekoalyjar-
jestelmien ja koneoppimisen kayton eettisyydesta tiedolla johtamisessa ja
paatoksen teossa on kayty paljon yhteiskunnallista keskustelua viime vuo-
sina. Koneoppimiseen liittyvat eettiset ongelmat liittyvat usein jarjestelmi-
en ohjelmointiin, niihin asetettuihin saantdihin, kdytettyihin aineistoihin ja
kayttotarkoituksiin (Nieminen ym. 2019). Vaarinkdytoksien ehkdisemiseksi
aiemmin mainitut seikat on otettu huomioon.

Nama seikat on otettu huomioon siten, ettd tutkimuksella on asianmu-
kainen ja julkinen tutkimussuunnitelma, aineistonhallintasuunnitelma ja
henkilotietojen kasittelya koskeva seloste. Tutkimukselle on nimetty vas-
tuuhenkil6t ja tutkimukseen haettuja aineistoja kaytettiin vain tieteellista
tutkimusta varten, tietosuojalainsadadantda noudattaen ja siten, etta tiettya
henkil6a koskevat tiedot eivat paljastu ulkopuolisille.

Riskiprofiloinnissa kdytetyn opetusaineiston muuttujat on valittu huolel-

la, aiemman tutkimuksen ja asiantuntijoiden konsultaatioihin perustuen.
Menetelmilla muodostettuja riskiarvioita ei kdyteta syrjintdaan tai alueiden
tai ihmisten arvottamiseen, vaan tulevaisuudessa mahdollisesti pelastustoi-
men palveluiden kohdentamiseen, mika lisaa yhteiskunnallista turvallisuut-
ta ja on kaikkien kansalaisten etujen mukaista.
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Tutkimuksen tavoitteena ei ole tutkia tulipaloriskia yksilotasolla. lhminen
on kuitenkin merkittavin muuttuja, jolla on vaikutusta tulipalon syttymistaa-
juuteen. llman ihmista tulipaloja olisi huomattavasti nykyistd vahemman.
Tutkimuksessa yksilotason tiedot tarvitaan vain sita varten, etta inhimillinen
tekija saadaan yhdistettya osaksi rakennuskohtaista tietoa. Tutkimushank-
keessa ei tdman yhdistamisen jalkeen kasitella yksilokohtaisia tietoja. Tulos-
ten raportoinnissa ruutuihin tai muihin maantieteellisiin alueisiin perustu-
via tietoja voidaan julkaista silloin, kun yksittaisia henkil6ita tai asuntokun-
tia ei voi tunnistaa. Tulosten raportoinnissa aggregoimme tulokset suurem-
malle aluetasolle siten, ettd suora ja epasuora tunnistaminen on estetty.

Hankkeelle nimettiin ohjausryhm3, johon kuuluu seuraavat jasenet ja vara-
jasenet:
Alisa Puustinen, erikoistutkija, Pelastusopisto
Esa Kokki, erityisasiantuntija, sisdministerio
Hanna Rekola, tutkimuspaallikko, Helsingin pelastuslaitos
Heidi Huuskonen, kehittamispaallikko, Eteld-Karjalan pelastuslaitos
Heidi Liukkonen, suunnittelija, Pelastusopisto
Kati Tillander, riskienhallintapaallikko, Keski-Uudenmaan pelastuslaitos
Petteri Mustonen, ylitarkastaja, Turvallisuus- ja kemikaalivirasto
Rami Ruuska, pelastusylitarkastaja, siséministerio
Riku Leppéanen, johtava valvonnan suunnittelija, Helsingin pelastuslaitos
Sara Lax, prosessiturvallisuusasiantuntija, Turvallisuus- ja kemikaalivirasto
Simo Hostikka, professori, Aalto-yliopisto
Teija Mankkinen, erityisasiantuntija, sisaministerio
Thomas Nyqvist, riskienhallintapaallikkd, Pohjanmaan pelastuslaitos

Hankkeessa tehtiin myds yhteistyota sisdministerion Pelastustoimen ja sivii-
livalmiuden suorituskyky ja suunnitteluperusteet -hankkeen, kumppanuus-
verkoston riskianalyysityéryhman seka pelastustoimen onnettomuuksien
ehkaisyn toimintaohjelmahankkeen koordinaatioryhman kanssa. Vuon-

na 2020 valmistuneessa KAT3 hankkeessa ja samana vuonna alkaneessa
KAT-TIME hankkeissa on yhtenevaisyyksia ennakoivan analytiikan tutkimus-
hankkeen kanssa. Hankkeista vastaavat Eteld-Karjalan pelastuslaitos, Ekso-
te, Lappeenrannan-Lahden teknillinen yliopisto (LUT), Pelastusopisto seka
LAB-ammattikorkeakoulu. Hankkeen tyontekijoiden kanssa kaytiin palave-
reja hankkeiden kytkoksiin liittyen ja jaettiin keskenaan tietoa tutkimusten
|6ydoksista ja tavoitteista, jolla myds varmistettiin, ettei hankkeissa tehda
paallekkaista tyota.
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2. Ennakoivan analytiikan
kaytto rakennuspalojen ennus-
tamisessa

Ennakoivalla analytiikalla kuvataan prosessia, missa suuresta maarasta
tietoa louhitaan merkityksellisid kaavoja menneista tapahtumista ja nii-

hin liittyvista tekijoistd, joiden avulla voidaan luoda tarkkoja riskiarvioita

ja ennakoida tulevaa (Abbot 2014). Kdytdnndssa ennakoiva analytiikka on
todenndkoisyyslaskentaa, jonka avulla pyritddn ennakoimaan eri ilmididen
ja tulevien tapahtumien ilmentymista. Ennakoivaa analytiikkaa, koneoppi-
mista ja big dataa on jo pitkdan hyodynnetty monilla sovellusalueilla, kuten
teollisuudessa huoltotarpeiden ennakoinnissa, terveydenhuollossa hoito-
suosituksien tekemisessa ja lilkkemaailmassa markkinoinnin kohdentamises-
sa (Dubei ym. 2019, Dinov 2018, Bradlow ym. 2017).

Ennakoiva analytiikka on keskeinen osa tiedolla johtamisen datavetoista to-
teutumista, minka avulla paatdkset tehdaan algoritmien 16ydoksien, ei olet-
tamuksien perusteella. Tutkittaessa ilmiota, jonka kohdemuuttujan esiinty-
mista halutaan ennakoida, kdytetdan usein ohjatun koneoppimisen mene-
telmia. Tassa tapauksessa ilmio voi olla esimerkiksi onnettomuus, jolloin
kohdemuuttuja kuvaa sitd, tapahtuiko tietyssa ymparistdssa onnettomuutta
vai ei. Kohdemuuttujaa verrataan erilaisiin tapahtumaan liittyviin ymparis-
totekijoihin. Ohjatussa koneoppimisessa algoritmien luokittelija muodoste-
taan opetusaineiston avulla, joka sisdltaa suuren maaran tietoa ilmiosta, eli
kohdemuuttujasta ja sitd mahdollisesti selittavista tekijoista (Kotsiantis ym.
2007). Ohjatun koneoppimisen avulla voidaan automatisoida tiedon luokit-
telua ja prosessoida suuria maaria tietoa.

2.1 Ennakoivan analytiikan kaytto pelas-
tusalalla

Ennakoivan analytiikan ja koneoppimisen hyédyntaminen pelastusalan ris-
kianalyysitoiminnassa on kasvava ilmio. Taman hankkeen alkaessa Suomen
pelastustoimessa oli kdynnissa muutamia riskianalyysimenetelmia tutkivia
hankkeita, kuten LAB-ammattikorkeakoulun hallinnoima KAT-TIME hanke ja
sisdministerion Pelastustoimen ja siviilivalmiuden suorituskyky ja suunnitte-
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luperusteet —hanke, jatkossa Suorituskyky-hanke, jonka tyopaketin 2 tarkoi-
tuksena on uudistaa riskimallit ja onnettomuusennusteet.

KAT-TIME hankkeessa kehitetdaan ennakoiviin mallinnustekniikoihin perustu-
vaa viitekehystd, jonka tarkoituksena on tehostaa pelastustoimen verkoston
palveluvastetta ja ennakoida riskien alueellista jakaantumista (KAT kotona
asumisen turvallisuus, 2022). Hankkeessa kehitettya viitekehysta kokeiltiin
Etela-Karjalan alueella ja hanke toteutettiin yhteistydssa Eteld-Karjalan pe-
lastuslaitoksen, Eksoten, Lappeenrannan-Lahden teknillinen yliopiston, Pe-
lastusopiston seka LAB-ammattikorkeakoulun kanssa. Aineistojen saatavuu-
den takia viitekehysta ei ole kokeiltu valtakunnallisesti. Suorituskyky-hank-
keen tybpaketissa 2 selvitetdan ennakoivan analytiikan kytkoksia tiedolla
johtamisen jarjestelmaan, laaditaan uusittu malli palvelutason mitoittami-
seen seka tehdaan esitys paloasemaverkoston suunnitteluun. Hankkeet luo-
vat pohjaa kehitystyolle, jonka saralla riittda vield paljon tutkittavaa.

Ulkomailla pelastustoimessa ennakoivan analytiikan menetelmia on kay-
tetty erityisesti metsapaloennusteissa (Safi & Bouroumi 2013, Castelli ym.
2015, Satir ym. 2016, Pham ym. 2020), vasteaikojen optimoinnissa (Photis &
Grekousis 2012, Kiran ym. 2018, Aldabbas ym. 2018, Grekousis & Liu 2019)
seka lilkenneonnettomuuksien ennakoinnissa (Awad, & Janson 1998, Mab-
rouk 2016, Dutta & Singhal 2019). Ennakoivan analytiikan teho perustuu
kuitenkin tiedon maaraan, joten siitd saatava hyoty on riippuvainen tiedon
saatavuudesta. Aiemmissa tutkimuksissa suurin haaste ja rajoittava tekija
on ollut tiedon saatavuus, erityisesti jos aineistoissa hyddynnetdan sosioe-
konomisia tekijoita.

Ennakoivan analytiikan ja algoritmipohjaisten riskianalyysimallien kaytto
rakennuspalojen ennustamisessa on yleistynyt kansainvalisesti pelastusalla
viimeisen viiden vuoden aikana. Erilaisia kertaluontoisia kokeiluja on tehty
ympari maailmaa ja esimerkiksi USA:n pelastustoimessa on myds otettu
kayttoon ohjelmistoja, joihin on integroitu tekoalya hyddyntavia mallin-
nustekniikoita ja tietovarantoja mahdollistaen reaaliaikaisen riskianalyysin
tuottamisen pelastuslaitosten paivittdisen suunnittelun tueksi.

23



2.2 Ulkomailla kaytossa olevat ennakoi-
vaa analytiikka hyodyntavat alustat

Paljon kansainvalistd huomiota saanut New Yorkissa kaytt6on otettu Fire-
cast on ennakoivaa analytiikkaa ja suurta tietomassaa hyédyntava algorit-
mi, joka mallintaa 330 000 asuinrakennusta ja liiketilaa paivittain ja luo-
kittelee rakennukset paloriskin perusteella. Algoritmi on integroitu osaksi
Risk-Based Inspection System (RBIS) nimistd ohjelmistoa, joka hyodyntaa
Oracle -tietokantaa ja sen tiedonlouhintaominaisuuksia (Heaton 2015). RBIS
ja Firecast on New Yorkin palolaitoksen (FDNY) kehittama.

Ohjelmisto on yhdistetty tietovarantoon, johon paikalliset tiedonkeraajata-
hot paivittavat tietoja rakennuksista, onnettomuuksista ja sosioekonomista
tietoa vaestosta. Algoritmia on kehitetty vuodesta 2010 ja siitd on vuosien
varrella tehty useampia eri versioita. Yksi ohjelmakehityksen suurimpia ja
aikaa eniten vievia haasteita on ollut tiedon saamisen vaativuus.

Firecast 2.0 hyddynsi viiden eri tiedonkeradajatahon tietokantoja, joista oli
poimittu 60 eri rakennuspaloja selittavaa tekijaa analyysimallia varten. Fi-
recastin versio 3.0 hyddyntaa tietoa 17 eri tiedonkeraajataholta ja analyy-
simallia varten on poimittu 7500 eri riskitekijaa (Roman, 2014). Algoritmin
luokittelujen perusteella ohjelma luo New Yorkin palotarkastajille listan,
jossa on priorisoitu korkean paloriskiarvon saaneet rakennukset. Ohjelman
kayttoonoton jalkeen New Yorkin palotarkastuksia on kohdennettu jopa 20
prosenttia tarkemmin kuin ennen (Apolitical 2017).

Firecare on 2017 USA:ssa kdytt6on otettu verkossa toimiva ohjelmisto, jon-
ka avulla pelastuslaitokset voivat laskea alueellisen paloriskiarvon yksikon
toiminta-alueella. Pelastuslaitokset voivat syottaa ohjelmistoon paikkatie-
toa alueellisista onnettomuuksista, rakennuksista ja tietoa vdestosta. Fire-
care laskee aineistojen perusteella kolme keskeista turvallisuuteen liittyvaa
luokitusta; yhteisdjen yleinen rakenteellinen paloturvallisuusriski, paloase-
mien suorituskyky suhteutettuna USA:n pelastustoimen vaatimuksiin ja re-
surssien riittavyys riskiennusteisiin nahden. (Treibitz 2017)

Firecare -ohjelmisto on kehitetty usean eri organisaation yhteistyona, ja
tyon on rahoittanut Federal Emergency Management Agencyn (FEMA)
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Assistance to Firefighter -rahasto. Mukana tyokalua kehittamassa on ollut
muun muassa FEMA, Commission on Fire Accreditation International, the
International Association of Fire Fighters, the International Association of
Fire Chiefs, the Metropolitan Fire Chiefs, Underwriters Laboratory, the Na-
tional Institute of Standards and Technology, Urban Institute ja University of
Texas at Austin. USA:n paloasemat saavat kayttda ohjelmistoa veloituksetta.
(International Public Safety Data Institute, 2022)

Firebird -viitekehys kehitettiin Atlantan pelastustoimen palotarkastustyon
priorisoimisen tueksi. Se on kolmiosainen avoin ldahdekoodi, joka on kehi-
tetty liiketilakohtaisen paloriskiarvion mallintamiseen kdyttamalla koneop-
pimisen mallinnustekniikoita. Lihdekoodin ensimmainen osa liittda tiedot
yhteen, toinen osa luokittelee tiedon ja mallintaa paloriskin ja kolmas osa
visualisoi tulokset. Lahdekoodi, sen kayttoon liittyvat ohjeet ja testikayt-
toon soveltuva materiaali ovat avoimesti kdytettavissa GitHub verkkosivus-
tolla (https://github.com/dssg-firebird).

Mallin testaamiseen kdytettiin alun perin 252 rakennuspaloja selittavaa
tekijaa. Lopulliseen malliin valittiin 58 muuttujaa sen perusteella, kuinka
paljon ne vaikuttivat paloriskiin mallien testivaiheessa. Lahdekoodin testaa-
miseen kdytettiin aineistoja, joissa on tietoja 8223 liiketilasta. Opetusaineis-
toon sisaltyi Googlen API paikkatietoa, ARFD:n onnettomuustietoja, tietoa
liiketilojen tulenkasittelyluvista, anniskeluluvista, tietoa rakennusten kun-
nosta, sekd alueen vaestosta ja rikollisuudesta. Testien perusteella nk. tuki-
vektorikone eli SVM ja satunnaismetsa -algoritmit suoriutuvat parhaiten, ja
pystyivat ennustamaan noin 70 prosenttia tapahtuneista rakennuspaloista
mallien testivaiheessa. Tuloksia kdytettiin Atlantan tulipaloihin erikoistu-
neen pelastuslaitoksen ARFD:n palotarkastusten priorisointiin. (Madaio ym.
2016)

Firebird on alun perin kehitetty liiketilojen mallintamiseen, mutta lahdekoo-
dia on myéhemmin hyddynnetty eri tarkoituksiin. Esimerkiksi Los Angelesis-
sa tehtiin vertaisarvioimaton kokeilu, jossa Firebird lahdekoodia kayttamalla
mallinnettiin Louisianan osavaltion padkaupunki Baton Rougen asuinraken-
nukset ja liiketilat avoimella datalla (Jay 2017). Myohemmin myods Pennsyl-
vaniassa kokeiltiin lahdekoodia asuinrakennusten ja liiketilojen mallintami-
seen (Singh ym. 2018). Molemmissa kokeilussa testattiin myds algoritmeja,
jotka eivat sisally alkuperaiseen lahdekoodiin.
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Tapaustutkimukset

Ympari maailmaa on tehty kertaluontoisia tapaustutkimuksia, joissa erilaisia
algoritmipohjaisia ennakoivaa analytiikkaa hyédyntavia riskianalyysimalleja
on kokeiltu seka asuinrakennusten etta liiketilojen paloriskin kartoittamisek-
si. Ulkomaisissa tapaustutkimuksissa rakennusten paloriskien mallintami-
seen on yleisimmin kadytetty satunnaismetsa- ja tukivektorikonealgoritmeja,
neuroverkkoja, monikerroksista perseptroniverkkoa, seka erilaisia aggre-
gointi algoritmeja kuten Adaptive Boosting ja Extreme Gradient Boosting
-algoritmeja (Taulukko 1). Tapaustutkimuksissa kdytettyja muuttujia on eri-
telty taman raportin kohdassa 3.2.1.

Taulukko 1. Kooste ulkomaisista tapaustutkimuksista, joissa ohjatun koneop-
pimisen algoritmeja on kokeiltu rakennuspalojen ennakoimiseen. Algoritmien
lyhenteet: satunnaismetsa (RF), tukivektorikone (SVM), Gradient-Boosted Trees
(GBT) Logistic Regression (LR), Ada Boost (AB), XG Boost (XGB), Artificial Neural
Network (ANN), decision trees (DT), Naive Bayesian (NB), monikerroksinen per-
septroniverkko (MLP).

Tapaustutkimus Aineisto Kaytetyt mallit ja

mallien tarkkuus (AUC)

8223 liikehuoneis-

USA, Atlanta 2016
(Madaio ym. 2016)

toa, 58 muuttujaa

RF (0.76-0.82), SVM
(0.76-0.81)

USA, Los Angeles 2017~
(Jay 2017)

120 000 asuinraken-
nusta ja liiketilaa,
12 muuttujaa (avoin
data)

RF (0.81), GBT (0.79)

USA, Pennsylvania 2018
(Singh ym. 2018)

20 636 liiketilaa ja
350 korttelia, 226
muuttujaa

LR (0.53), AB (0.63-
0.72), RF (0.70-0.74),
XGB (0.73-0.75)

Eteld-Korea, Seoul 2018
(Hong & Jeong 2018)

7000 rakennusta, 33
muuttujaa

ANN (0.61-0.96), DT
(0.62-0.64), SVM
(0.63-0.68), NB (0.62-
0.63)

Englanti, Lancaster 2019
(Dang ym. 2019)

54 680 liiketilaa, 69
muuttujaa

AB (0.88-0.91), XGB
(0.89-0.93), RF (0.82—
0.99), MLP (0.78-0.88)
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Tapaustutkimus

Aineisto

Kaytetyt mallit ja

mallien tarkkuus (AUC)

Kiina, Zhengzhou, 2019
(Wang ym. 2019)

Zhengzhoun alue
1x1 km riskiruutuina

LASSO (0.45), CRF
(0.63), LR (0.66), LR-P
(0.57), SVM (0.56),
SVM-P (0.63), GRU-LR
(0.67), GRU-CRF (0.67),
DeepST (0.74), Neuro-
Fire (0.76)

Portugal, Lisbon, 2020
(Teixeira 2020)

Lissabonin kaupun-
ki jaettuna 3662
osa-alueeseen, 39
muuttujaa

RF(0.68),
DT(0.54),LR(0.63)

*Ei vertaisarvioitu
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3. Laskennallinen viitekehys

Laskennallisella viitekehyksella tarkoitetaan tdssa yhteydessa yhdistelmaa
algoritmeja ja ohjelmistokoodeja, jonka avulla pystytdaan tuottamaan raken-
nuspalojen riskiarvioita. Riskiarvioiden muodostaminen koostuu monista
eri vaiheista, joten mallinnusprosessia varten luodaan viitekehys, jota voi-
daan hyodyntaa jatkossa toimivaksi havaittujen menetelmien soveltamises-
sa.

Hankkeen alussa kokeiltiin Atlantassa kehitettya Firebird viitekehystd, jonka
ldhdekoodi on avoimesti saatavilla GitHubissa (https://github.com/dssg-fi-
rebird). Ohjelmistokoodit ajettiin sen yhteydessa tarjottujen testiaineistojen
avulla. Kokeilun perusteella tultiin siihen tulokseen, ettd Suomessa saata-
villa olevat aineistot ovat siind maarin erilaisia verrattuna Atlantassa kay-
tettyihin aineistoihin, on parempi luoda vastaavanlainen viitekehys, mutta
soveltaa sita paikallisiin aineistoihin sopivaksi. Firebirdin mallinnuksessa
kdytetdan satunnaismetsa ja tukivektorikone -algoritmeja. Mallinnuksen
algoritmit valitaan kayttotarkoituksen ja mallinnettavien aineistojen perus-
teella, joten paikallisten aineistojen mallintamiseen tulee kokeilla useam-
paa eri algoritmia.

Tassa tutkimuksessa kehitetty viitekehys on samankaltainen kuin Atlantan
Firebird. Se koostuu aineistojen siivoamisesta, standardisoinnista, yhdista-
misestd opetusaineistoksi, algoritmien koulutuksesta opetusaineistolla ja
rakennuspalojen riskiarvion muodostamisesta. Tassa tutkimuksessa riskiar-
vioita ei visualisoitu toisin kuin Atlantassa, koska tdassa hankkeessa ensisijai-
nen tavoite oli testata menetelmien toimivuutta ja rakennuspalojen riski-
arvioiden tarkkuutta. Tulosten visualisointi tulee tehda pelastuslaitosten
tarpeiden mukaan ja se on ajankohtaista vasta, jos menetelmat otetaan
kayttoon kentalla. Tarkkoja alueellisia riskiarvioita ei myoskaan eettisista ja
tietosuojasyista julkaista.

3.1 Tarvittavan tiedon kartoitus

Laskennallisen viitekehyksen suunnittelu aloitettiin tarvittavan tiedon
kartoituksella. Ennen tiedonkeruuta tehtiin selvitys muuttujista, joita on
kaytetty aiemmissa tutkimuksissa rakennusten paloriskin mallintamisessa
(taulukko 2). Taulukon muuttujat on kuvattu englanniksi, koska osalle muut-
tujista ei ole suoria kddannoksia ja alkuperaiset termit kuvaavat muuttujia
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parhaiten. Aiemmassa tutkimuksessa rakennuspalojen riskiarvioiden mal-
linnuksessa on kdytetty tietoa asuinrakennuksista, liiketiloista, rakennuksia
kayttavista ihmisista ja yrityksista, alueista ja niiden demografiasta, ympa-
ristosta, hairiotekijoista ja tietoa pelastuslaitosten valvontarekistereista.

Taulukko 2. Aiemmissa rakennuspalojen riskiarvioita kasittelevissa tutkimukses-

sa kaytettyja muuttujia.

Tietokanta

Fire incidents

Muuttujat

Incident ID, call type, address,
propery type, number of build-
ing, building occupation status,
coordinates (+SIC count data;
number of fires for the business

type)

Fire Inspection Permits

Address, occupancy type, in-
spection date, permit issue
data, number of inspections in
last 5 years, percentage of in-
spection for the business type,
coordinates (+SIC count data;
percentage of business types
inspected)

Liquor licenses

Liquor ID, company name, busi-
ness name and type, address

Atlanta Fire
Department

Parcel Data

Structure condition (e.g. fair,
deteriorated)

Business Licenses (At-
lanta)

Business type, license code,
more specific business type and
associated code, coordinates

Community Investment
Report

Atlanta 2016 (Madaio ym. 2016)

N/A

City of Atlanta

List of properties that
have not been inspected

Property type, address, coordi-
nates, contact details

City of Atlanta and
Google API's

Neighborhood Planning
Unit

Polygon dataset of the neigh-
bourhood areas

Atlanta Regional
Commission

Demographic Data

Household number, population
by race and age

U.S. Census Bureau

Socio-economic Data

Household median income

CoStar Property Report

Commercial property informa-
tion

CoStar Group, Inc

Business Location Data

Property type, address, coordi-
nates, contact details

Google API's
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Tietokanta

Muuttujat

Fire incidents

Incident ID, call type, address,
propery type, number of build-
ing, building occupation status,
coordinates (+SIC count data;
number of fires for the business

type)

Fire Inspection Permits

Address, occupancy type, in-
spection date, permit issue
data, number of inspections in
last 5 years, percentage of in-
spection for the business type,
coordinates (+SIC count data;
percentage of business types
inspected)

Liquor licenses

Liquor ID, company name, busi-
ness name and type, address

Atlanta Fire
Department

Parcel Data

Structure condition (e.g. fair,
deteriorated)

Business Licenses (At-
lanta)

Business type, license code,
more specific business type and
associated code, coordinates

Community Investment
Report

N/A

City of Atlanta

List of properties that
have not been inspected

Atlanta 2016 (Madaio ym. 2016)

Property type, address, coordi-
nates, contact details

City of Atlanta and
Google API's

Neighborhood Planning
Unit

Polygon dataset of the neigh-
bourhood areas

Atlanta Regional
Commission

Demographic Data

Household number, population
by race and age

U.S. Census Bureau

Socio-economic Data

Household median income

CoStar Property Report

Commercial property informa-
tion

CoStar Group, Inc

Business Location Data

Property type, address, coordi-
nates, contact details

Google API's

Street Address Listing

Address, coordinates

U.S. Census block group
land area (derived from
lat/long)

Census block value

Baton Rouge open
data portal
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Atlanta 2016 (Madaio ym. 2016)

Tietokanta

Combined property infor-
mation

Muuttujat

Lot acreage, businesses: any
registered at lot (yes/no),
current use category, future use
category, design level category,
no. of lot database entries at
address, no. of addresses at
same lot entry

Tax roll 2016

Fair market value, value of im-
provements, no. of tax parcel
entries at address

Public safety open data of
crimes in LA

1+ crime occurrence 2011 (yes/
no), 1+ crime occurrence 2012-
2015 (yes/no), 1+ crime occur-
rence 2012-2015 (yes/no)

Public safety open data of
fire incidents in LA

1+ fire occurrence 2012-2015,
1+ fire occurrence 2016

Baton Rouge open
data portal

Population density, resi-
dential building density,
education, income, em-
plyoment, family struc-
ture, household tenure

Population density per km2, res-
idential buildings per km2, infor-
mation about education, medi-
an annual income, information
about employment, proportion
of households with children/
only adults/at least one retired
resident, proportion of house-
holds living in owner-occupied
dwellings/rented and household
right of occupancy dwellings

Tilastokeskus (2019)

Building year and house-
hold crowdness (Tietoa
Rakennuksista)

Construction years, average
floor area per resident in m2,
average number of rooms per
resident

YKR (2019)

Fire incidents

27 features (not specified)

Bureau of Fire

Violations 20 features (not specified)

Parcels 46 features (not specified) OPA
Property data 80 features (not specified) OPA
Tax Liens 11 features (not specified) DCR

American Community
Survey

42 features (not specified)

Census Bureau
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Tietokanta

Muuttujat

Fire incident information

Type of response, duration of N/A
response, outcome of response,
scale of response, location of re-
sponse, identities and response

order of units, identities of regu-

larly assigned units

Elevation above sea level | N/A
to response location

Fire code violations N/A
311 service requests N/A

Department of Building

Certificate of occupancy,

data presence and nature of
violations, and any open work
permits assigned to the particu-
lar occupancy.
Weather National Oceanic

N/A and Atmospheric

Administration

Property information

Total number of floors, number of ground floor, archi-
tectural style, number of underground floors, building
pillar form, building Roof Type, total area of the build-
ing, year of construction, number of dangerous goods
facilities, Number of electrical facilities, Number of fire
facilities, Number of gas facilities, Building main use
(Apartment)

Fire safety information

Combustion expansion prevention (fire protection
compartment), Fire History, automatic fire detection
system, Automatic fire alarm system, Emergency
alarm system, Emergency broadcasting facility, Other
digestion facilities _ Connection water pipe facility,
Other digestion facilities _ Connection sprinkling facili-
ties, Other digestion facilities _ Emergency outlet facili-
ties, Other firefighting equipment _ Wireless communi-
cation auxiliary equipment, Other digestion facilities _
Fire hydrants Evacuation facility Affiliate ventilation

Fire safety information

Water-based extinguishing equipment _ Manual, Wa-
ter-based extinguishing equipment_ Automatic, Fire
extinguisher, Gas system fire extinguishing equipment

*Ei vertaisarvioitu julkaisu

Ennen tiedon keruuta myo6s hankkeen ohjausryhmaa konsultointiin eri
muuttujien tarpeellisuudesta rakennuspaloriskimallien testaamista varten.
Tata varten tehtiin Webropol-kysely, johon koottiin muuttujia eri tahojen
olemassa olevan datan metatietojen perusteella. Kyselyyn valitut tekijat
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valittiin silla perusteella, mita tekijoitda aiemmissa tutkimuksissa on kaytetty
ja mita tietoa on saatavilla. Kysely sisdlsi 165 eri muuttujaa seitsemasta eri
ldhteestd (taulukko 3).

Taulukko 3. Konsultaatiossa arvioitujen muuttajien ldhde ja maara.

Kategoria
Tilastokeskus Auskastiedot 55*
Findata Asukastiedot 46*
Digi- ja vaestotieto- Rakennus- ja huoneisto- 45
virasto tiedot
Pelastuslaitokset Pelastuslaitosten tiedot 15
PRONTO Onnettomuustiedot 12
Avoin data Asuinalue
Poliisihallitus/hata- Jarjestyshairiot
keskuslaitos

*pddllekkdisid muuttujia

Tutkimuksen tarkoituksena on saada kaikki kyselyssa mainitut muuttujat
mallin testaamista varten, mutta tiedon saamisen haastavuuden takia kyse-
Iylld pyrittiin kartoittamaan eri muuttujien olennaisuutta ja priorisoimaan
haettavien tietojen tarvetta. Kyselyn lisaksi ohjausryhmén jasenten avulla
pyrittiin kartoittamaan kaikki mahdolliset tahot, jotka tuottavat tietoa on-
nettomuuksista, rakennuksista tai sosioekonomisista tekijoista valtakunnal-
lisella tasolla.

Muuttujien painoarvoa kysyttiin muodossa “Asteikolla 1—10, kuinka to-
dennédkoisesti seuraavilla muuttujilla on joko valiton tai valillinen vaikutus
rakennuspalon syntyyn? o= Ei todennakdistd, 10= Erittdin todennakoista”.
Kyselyn perusteella 10 merkittavintd muuttujaa sisaltaa:

e rakennukseen on tehty ilmoitus palovaarasta tai muusta onnetto-

muusriskista

* asukkaan ika

e toimintarajoitteisuuteen liittyva tuki (asuntokunta)

e rakennuksen kayttotarkoitus

e toimintakelpoisuus

* huumausainerikokset

e vanhuuden turva (asuntokunta)
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¢ taloudessa asukas tyottomyyselakkeella
¢ asukkaalla tyokyvyttomyyden lisasairaus
e tyokyvyton asukas

3.2 Tiedon kerays

Tiedon kerdyksen ja hallinnoinnin tueksi laadittiin tietosuojaseloste ja ai-
neistohallintasuunnitelma. Koska usea eri taho kysyi samankaltaisia lisaky-
symyksia hankkeen tietosuojaan ja tiedon tarpeellisuuteen liittyen, tutki-
muslupahakemusten tueksi luotiin myds tiedosto, johon koottiin vastauksia
usein kysyttyihin kysymyksiin.

Aineistoja haettiin seuraavilta tahoilta:

¢ Pelastustoimen toimenpide- ja resurssirekisteri PRONTO (Kayttooike-
us kaikkiin PRONTOnN aineistoihin)

¢ 6 Pelastuslaitosten tiedot (valvontarekisterin tiedot poistumisturval-
lisuusselvityksista, palotarkastuksista, pelastuslain 42 §:n mukaisista
paloriski-ilmoituksista, kiinteistdjen palontorjuntatekniikasta seka
muusta kiinteistokohtaisesta, strukturoidusta tiedosta koskien ki-
inteiston paloturvallisuutta. Pelastuslaitoksiin kuuluvat Helsingin,
Pohjanmaan, Eteld-Karjalan seka Ita-, Lansi-, ja Keski-Uudenmaan
pelastuslaitokset)

» Digi- ja vdestotietovirasto (rakennus- ja huoneistorekisteri)

¢ Hatakeskuslaitos ja Poliisihallitus (alueelliset melu- ja hairidilmoituk-
set)

¢ Avoin data (Vaestotietoruudukko, mutta vain paakaupunkiseudun
alueella)

¢ Findata (KELAN, THL:n ja Eldketurvakeskuksen sosioekonomiset ai-
neistot seka DVV:n henkilotiedot)

¢ Tilastokeskus (FOLK-moduulit yhdistettyna sijaintitietoruudukkoon)

Naista tahoista kaikki paitsi Findata mydnsi hankkeelle haetuille aineistoille
tutkimusluvan. Tutkimuslupa prosessit olivat monen tahon kohdalla pitkia,
monimutkaisia ja vaativat paljon resursseja. Tarkempi prosessi on kuvailtu
tdman raportin liitteessa (LITE 1).

Keskeisten aineistojen lisaksi kartoitettiin myos Turvallisuus- ja kemikaalivi-
rasto Tukesin Kemu -rekisteri, Rakennusvalvonnan Facta-tietojarjestelma,
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Sateilyturvakeskuksen tietokannat ja Tilannehuoneen aineistot. Nama eivat
kuitenkaan osoittautuneet tutkimuksen kannalta olennaisiksi.

3.3 Mallinnusmenetelmien kokeileminen
kaytannossa

Paakaupunkiseudun rakennuspalojen mallinnus

Tietopyyntojen kasittelyaikana kokeiltiin eri ohjatun koneoppimisen algorit-
meja rakennuspalojen riskiarvioiden muodostamiseen padkaupunkiseudul-
la avointa dataa hydodyntamalla. Tapaustutkimuksessa kdytettyihin aineis-
toihin kuuluvat Pelastustoimen toimenpide- ja resurssirekisterin PRONTOn
tiedot, Helsinki Region Infosharen (HRI) osoitetiedot ja Helsingin seudun
ymparistopalveluiden (HSY) pdaakaupunkiseudun vaestotietoruudukko. Ko-
keilun alueeksi valittiin padkaupunkiseutu, koska alueelle |6ytyi tarpeeksi
tarkat rakennuskohtaiset koordinaatit sekd vdestotietoa avoimista tietoldh-
teista. Kokeiluun kaytettiin aineistoja vuosilta 2013—2019, koska vaestotieto-
ruudukossa sitd vanhemmat tiedot on kirjattu isomassa resoluutiossa kuin
ndinad vuosina.

Aineistot

PRONTOsta haettiin sekd rakennuspalot ettd rakennuspalovaarat vuosilta
2013-2019. Alueeksi rajattiin Helsinki, Espoo, Vantaa ja Kauniainen. On-
nettomuustyypin, vuoden ja tapahtumakunnan lisaksi muuttujiin sisaltyi
pohjoiskoordinaatit, itdkoordinaatit ja osoite. Rajattu aineisto sisdltda 5384
rakennuspaloa ja rakennuspalovaaraa. (Kuva 1)

Opetusaineiston muuttujat muodostettiin Padkaupunkiseudun vaestotie-
toruudukosta, joka on Helsingin seudun ympéristopalveluiden (HSY) ylla-
pitdma paikkatietoaineisto (Helsingin seudun ymparistopalvelut, 2021).
Aineiston muuttajat ilmaistaan ruuduittain, joiden koko on 250 m x 250 m
vuodesta 2013 alkaen. Sitd vanhemmat tiedostot on ilmaistu 500 m x 500
m tarkkuudella. Muuttujiin sisaltyy ruudun sisalla olevien rakennusten va-
kinaisten asukkaiden maara, asumisvaljyys (huoneistoala jaettuna asukas-
lukumaaralla) ja ika, joka ilmaisee asukkaiden ikdjakauman, yhdeksaan ika-
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luokkaan jaettuna. Ikdluokat ovat 0—9, 10-19, 20—29, 30—39, 40—49, 50—
59, 60—69, 70—79- vuotiaat seka 80 vuotta tayttaneet ja sitd vanhemmat.
Aineistot ladattiin Shapefile-tiedostomuodossa vuosilta 2013—2019. (Kuva 1)

Kuva 1. Keltaiset pisteet kuvaavat paakaupunkiseudulla tapahtuneita rakennus-
paloja ja rakennuspalovaaroja vuosina 2013-2019. Taustalla oleva vihrea ruu-
dukko on HSY:n vaestotietoruudukko. Pohjakartta: OpenStreetMap®, lisenssi:
Open Data Commons Open Database License (ODbL), OpenStreetMap Founda-

tion (OSMF).

Helsinki Region Infosharen (HRI) sivulta ladattiin Paddkaupunkiseudun osoi-
teluettelo (Helsinki Region Infoshare, 2021), johon on keratty tietoja Hel-
singin, Espoon, Vantaan ja Kauniaisten kaupunkien kiinteist6ista ja kaava-
yksikoiden osoitteista. HRI on avoimen datan sivusto, joka sisataa paakau-
punkiseudun kaupunkien julkisia tietovarantoja. Aineisto on julkaistu 2013
ja sita paivitetdan jatkuvasti. Aineisto ladattiin CSV -muodossa. Aineiston
muuttujista suodatettiin: kadunnimi, osoitenumero, osoitenumero2, osoi-
tekirjain, n (pohjoiskoordinaatit), e (itdkoordinaatit), ja kaupunki. Aineisto
sisdltdd yhteensa 139 338 osoitetta. (Kuva 2)
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Kuva 2. HRI padkaupunkiseudun osoitetiedot visualisoituna. Pohjakartta: Open-
StreetMap®, lisenssi: Open Data Commons Open Database License (ODbL),
OpenStreetMap Foundation (OSMF).

Osoitetietojen ja koordinaattien standardisointi

PRONTO-aineistoissa koordinaatit on merkitty 7-numeroisilla luvuilla, KKJ3
-koordinaatiston mukaisesti. HRI:n osoitetiedoston pohjoiskoordinaatit (n)
on merkitty 7-numeron tarkkuudella ja itdkoordinaatit (e) 8-numeron tark-
kuudella. Seka osoitetietojen ettd vdestotietoruudukon koordinaattijarjes-
telma on ETRS-GK25 (EPSG:3879). PRONTO-aineistossa koordinaatteja ei ole
kirjattu standardisoidulla tavalla, esimerkiksi joissain tapauksissa samalle
huoneistolle kirjatut koordinaatit eivat olleet identtisid. Koska HRI:n koor-
dinaatit vastaavat kaupunkien paikkatietopalvelusivustojen koordinaatteja,
PRONTON rakennuspalojen ja palovaarojen koordinaatit korjattiin vastaa-
maan osoitetietoaineiston koordinaatteja.

Ainoa yhdistava tekija PRONTON ja HRIn aineistoissa on osoite, mutta se

on kirjattu eri muodossa aineistojen valilla. Molempien aineistojen osoite-
tiedot standardisoitiin koordinaattien linkittamista varten. Linkitys tehtiin
kaupunkikohtaisesti, koska eri kaupungeissa on samoja osoitteita. Kaikille
PRONTO tiedostossa oleville osoitteille ei I6ytynyt paria osoitetiedostos-

ta. Tama johtui osittain siitd, ettd PRONTON osoitetietoihin oli myos kirjattu
muita tietoja kuin osoitetietoja. Vaikka molemmissa ldhteissa on myds huo-
neistokohtaisia osoitteita, rakennuskohtaisia pareja 16ytyi enemman (4905),
joten niita kaytettiin aineiston tarkkuutena.
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Vaestotietojen yhdistaminen rakennus- ja onnetto-
muustietoihin

HSY:n vaestotietoruudukon ikdluokissa on ilmoitettu ikaluokkaan kuuluvien
asukkaiden maara. Aineistojen analyysia varten ikdluokkien asukasmaa-
rat muutettiin asukkaiden osuudeksi asukasmaarasta. Ruudut, joissa asuu
alle 100 asukasta poistettiin, koska niihin ei ollut kirjattu ikatietoja tieto-
suojasyistd. Muuttujien keskenaista korrelaatiota tutkittiin, koska korrelaa-
tio saattaa vaikuttaa mallinnuksen virhemarginaaliin (Aliverti ym. 2018).
Sitd varten kaytettiin R-ohjelmistokielen Hmisc -laajennuspaketin (Harrel Jr
2019) rcorr argumenttia, joka luo korrelaatiomatriisin, jossa on seka tutkit-
tavien tekijoiden korrelaatiokerroin etta niiden tilastollinen merkitsevyys
(p-arvo). Muuttujien valilla ei l6ytynyt merkittavia korrelaatioita.
Aineistojen analyysia varten vaestotiedot yhdistettiin osoitetietoihin koor-
dinaattien perusteella. PRONTO -aineistoihin muuttujat haettiin vuosi ker-
rallaan niin, etta vaestotietoruudukon (VTR) vuosi vastasi rakennuspalon
tai palovaaran tapahtumavuotta. Muihin osoitteisiin vaestotiedot haettiin
vuoden 2019 VTR -tiedostosta. Yhteensa 101 908 rakennusta sekd 3173 ra-
kennuspaloa tai palovaaraa osui VTR -ruudukkoon. Lopuksi aineistot yhdis-
tettiin ja luotiin ylimaardinen sarake, biddrimuuttuja osoittamaan aiemmin
tapahtuneita onnettomuuksia. Sarakkeessa kohteiden, joissa on tapahtunut
rakennuspalo tai rakennuspalovaara vastasi numeroa 1 ja loput kohteet nu-
meroa O.

Kaytetyt mallit ja mallien koulutus

Testeja varten valittiin kaksi rakennuspalojen ennustamisessa yleisimmin
kaytettya algoritmia, satunnaismetsa ja tukivektorikone, seka yleistettyihin
lineaarisiin malleihin kuuluva logistinen regressio. Satunnaismetsa on paa-
tospuumalli, mika on joukko-oppimista soveltava metodi, jossa yksinkertai-
sena algoritmikomponenttina on paatoksentekopuu (Telivuo 2018). Paatok-
sentekopuita on useita ja ne luokittelevat aineiston muuttujien avulla, ok-
sien haaroissa olevien kysymysten perusteella. Tukivektorikone on lineaari-
nen luokitinmalli, mika yksinkertaistettuna jakaa tiedon eri luokkiin ja tekee
paatelmia niiden etaisyyksistda marginaalitasoihin (Noble 2016). Valimatko-
jen etdisyyksia rajoittavia tekijoita kutsutaan tukivektoreiksi, jotka maaritta-
vat lopullisen luokittelun. Logistinen regressio mallintaa vastemuuttujan ja
selittdvien muuttujien suhdetta arvioimalla todennakdisyydet logit-funktion
avulla (Kleinbaum ym. 2020).
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Mallinnuksissa kaytettiin RStudiota, joka on tilastollisen laskennan ohjel-
misto, jossa hyddynnetdan R-ohjelmointikieltd. Satunnaismetsa -kokeilussa
malli koulutettiin caTools -laajennuspaketin (Tuszynski & Khachatryan 2013)
ohjelmistokoodeilla. Ennustuksessa kaytettiin random forest -laajennuspa-
kettia (RColorBrewer & Liaw 2018) ja mallin suorituskyvyn arviointiin kay-
tettiin ROCR-laajennuspakettia (Sing ym. 2007). Tukivektorikonekokeiluissa
hyddynnettiin sekd Caret (Kuhn ym. 2020) etta kernlab (Karatzoglou ym.
2019) -laajennuspaketteja. Logistinen regressiomalli koulutettiin ja arvioitiin
dismo -laajennuspaketin ohjelmistokoodeilla (Hijmans ym. 2017). Mallien
luotettavuuden arvioimiseksi kaytettiin 10-kertaista ristivalidointimenetel-
maa, jossa 80 % aineistosta kadytettiin mallin koulutukseen ja 20 % mallin
testaamiseen.

Tulokset

Mallien suorituskykya arvioitiin kdyttamalla ROC-kayran AUC arvoa.
ROC-kayrassa tutkitaan mallin oikea- ja vaara-positiivisuusasteiden arvoja
(Provost & Fawcett, 1998). Kayran alle jaavaa pinta-alaa kutsutaan AUC:k-

si ja se kuvaa luokittelijan tarkkuutta asteikolla 0.5-1. Mita korkeampi arvo,
sitd tarkempi ennustus. Lisdksi, satunnaismetsaalgoritmin arvioinnissa otet-
tiin huomioon OOB error -arvo. OOB (out-of-bag) -error laskee paatospui-
den ennustusvirheita kdyttamalla bootstrap-aggregaatiota (Breiman 1996).
Parhaiten malleista suoriutui satunnaismetsdalgoritmi, jonka AUC arvo oli
0,91 (OOB 1,9%). Toiseksi parhaiten suoriutui tukivektorikone (AUC 0,82) ja
kolmanneksi logistinen regressiomalli (AUC 0,79).

Muuttujien painoarvoa arvioitiin kuvaamalla muuttujien keskimaaraista las-
kutarkkuutta (Mean Decrease Accuracy). MDA tutkii miten paljon tarkkuut-
ta malli menettaa, jos yksittdisen muuttujan ottaa pois selittdjatekijoiden
joukosta. Tulosten perusteella ikdluokat 70-79, 10-19 ja 20-29 vuotta olivat
merkittdvimpia muuttujia. Vahinten painoarvoa oli asukasmaaralla. (Kuva 3)
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Kuva 3. Muuttujien painoarvo mallinnuksessa satunnaismetsadalgoritmia kayt-
tamalla.

Kokeilun yhteenveto ja johtopaatokset

Tulosten perusteella rakennuspalojen riskiarvioissa satunnaismetsaalgo-
ritmi soveltuu parhaiten saatavilla olevan tietokokonaisuuden analysoimi-
seen. Tassa tapaustutkimuksessa mallinnetut riskiarvot ovat rakennuskoh-
taisia, mutta ennustuksien todellinen maantieteellinen tarkkuus on 250m>.
Tata tarkempia paikkatietoanalyysiin soveltuvia muuttujia ei ollut saatavilla
avoimista tietoldhteistd. Kokeillut menetelmat tarjoavat kuitenkin tarkem-
pia riskiarvioita, kuin parhaillaan Pelastustoimessa kaytdssa oleva regressio-
malli.

Tutkittaessa eri muuttujien painoarvoa malleissa, ikdluokalla 70-79v oli suu-
rin vaikutus rakennuspalojen esiintyvyytta kuvaavaan riskiarvioon. Tulee
kuitenkin muistaa, ettd malli tekee riskiarviot vain annettujen muuttujien
perusteella eli sen luotettavuus todellisuudessa riippuu siitd, miten hyvin
valitut tekijat kuvaavat tutkittua ilmiota. Mallinnuksia varten tulisi testata
useita eri muuttujia, joista voidaan valita keskeisimmat laajempaa riskiana-
lyysia varten.

Mallien tuloksia tulkitessa tulee myos ottaa huomioon, ettd kyseessa on ra-
kennuspalojen maarédn suhteen pieni otos. Pienien aineistojen mallintami-
sessa on suurempi ylisovittumisen riski. Ylisovittuminen tarkoittaa sita, etta
algoritmi kehittaa sellaisen luokittelijan, joka sopii taydellisesti kdytettyyn
opetusjoukkoon ja opettelee ulkoa opetusalkioiden suhteen kohdemuuttu-
jaan. (Krzywinski & Altman 2016)
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Koko Suomen rakennuspaloriskien mallinnus

Syksyyn 2021 mennessa tutkimusta varten saatiin tarpeeksi aineistoja, jotta
pystyttiin toteuttamaan laajempi rakennuspalojen riskiarvioiden mallinnus
ennakoivan analytiikan menetelmia hyodyntamalla. Mallinnuksen tavoit-
teena on selvittda, mitkd analyysimenetelmat soveltuvat parhaiten raken-
nusten tulipaloriskin mallintamiseen ja mitka rakennuspaloja selittavista
tekijoistd ovat keskeisimpid rakennusten tulipaloriskin kannalta. Tutkimusta
varten saadut aineistot olivat koko Suomen kattavia, joten tutkimusalueeksi
rajattiin koko Suomi, mukaan lukien Ahvenanmaa.

Aineistot ja aineistojen kasittely

Tilastokeskuksen teknisten haasteiden vuoksi kaikkia ulkopuolisia aineistoja
ei saatu vietyd etakdyttdymparistoon hankkeen aikana. Koska Tilastokeskuk-
selle toimitetuista aineistoista vietiin vain murto-osa tiedostojen riveista, ei
suurinta osaa aineistoista pystytty analysoimaan. Marras/joulukuussa 2021
analysoitiin opetusaineisto, joka muodostettiin Tilastokeskuksen FOLK-mo-
duuleista ja PRONTON rakennuspalo ja rakennuspalovaara -tietoriveista,
jotka olivat kdytettdvissa etdkayttdymparistdssa (14 868 rakennuspaloa/pa-
lovaaraa vuosilta 2008—2020).

Tilastokeskuksen aineistot

Tilastokeskuksen aineistosta poimittiin tilastovuosien 2008—2020 tiedot.
Aineistojen perusteella muodostettiin bindarisid muuttujia, jotka liitettiin
mydhemmassa vaiheessa 250 m? paikkatietoruudukkoon. Muuttujista muo-
dostettiin arvot ruudukkoihin sen perusteella, mika niiden osuus on ruu-
dussa olevasta asukasmaarasta. Analyysissa ruutuja vertaillaan keskenaan
rakennuspalojen esiintyvyyden ja muuttujien osuuksien perusteella.

1. FOLK-henkildaineiston asuinliitot-moduuli (FOLK-Asuinliitot)

Aineistosta valittiin alla olevassa taulukossa kuvatut muuttujat. Muuttujien
tarkemmat kuvaukset |6ytyvat Tilastokeskuksen aineistokatalogista.
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Taulukko 4. Taulukon muuttujat on poimittu Tilastokeskuksen FOLK-henkil6ai-
neiston asuinliitot-moduulista. (Tilastokeskus, 2021)

Muuttuja Kuvaus (Tilastokeskus)

Tilastovuosi Aineistovuosi

Suojattu TK:n henkilonumero | Suojattu TK:n henkilonumero, joka on

sama koko FOLK-aineistossa.

Erilleen muuttopaiva Erilleen muuttopaivatiedon lahteend on

henkil6tilastojen tietovaraston muuttoti-
lastoaineisto.

Avioliiton solmimispaiva Vihkipaiva-tiedot Vaestorekisterikeskuk-

sen vdestotietojarjestelmasta.

Asumuseropaiva Asumuseropaiva-tiedot Vaestorekisteri-

keskuksen vdestotietojarjestelmasta

Avioeropdiva Avioeropaiva-tiedot Vdestorekisterikes-

kuksen vaestotietojarjestelmasta.

Puolison kuolinpaiva Kuolinpaiva-tiedot Vaestorekisterikeskuk-

sen vaestotietojarjestelmasta

Vanhuksen laitosasuminen Asuinliittoparista jompikumpi puoliso

asuu erilleen muuton jalkeen laitoksessa
tai huoltolaitosrakennuksessa. Tieto kos-
kee vain 70 vuotta tayttaneita.

Muuttujien perusteella luotiin jokaiselle tutkittavalle tilastovuodelle (2008—
2020) alla olevat yhdeksan bindarista muuttujaa.
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1.

Henkilon puoliso on kuollut tilastovuonna (laskettu puolison kuolin-
paivan perusteella).

. Henkilon puoliso on kuollut tilastovuotta edeltdvana vuotena (lasket-

tu puolison kuolinpéivan perusteella).

. Henkil6 on muuttanut erilleen kumppanista tilastovuonna (laskettu

erilleen muuttopdivan perusteella. Tiedostosta poistettu rivit, jossa
henkilon tai henkilén puolison kuolinpdivd on samana vuonna).

. Henkil6 on muuttanut erilleen kumppanista tilastovuotta edeltavana

vuotena (laskettu erilleen muuttopaivan perusteella. Tiedostosta
poistettu rivit, jossa henkilon tai henkilon puolison kuolinpaiva on
samana vuonna).

. Henkil6 on avioeronnut tilastovuonna (laskettu avioeropaivan perus-

teella. Tiedostosta poistettu rivit, jossa henkilon tai henkilon puolison
kuolinpdiva on samana vuonna).

. Henkil6 on avioeronnut tilastovuotta edeltdvana vuotena (laskettu

avioeropaivan perusteella. Tiedostosta poistettu rivit, jossa henkilon



tai henkildn puolison kuolinpdivd on samana vuonna).

7. Puoliso siirtynyt laitokseen tilastovuonna (laskettu erilleen muut-
topdivan ja vanhuksen laitosasumis muuttujan perusteella).

8. Puoliso siirtynyt laitokseen tilastovuotta edeltdvana vuotena (laskettu
erilleen muuttopdivan ja vanhuksen laitosasumis muuttujan perus-

teella).

9. Henkil6 on asuinliitossa tilastovuonna (laskettu erilleen muuttopaivan
perusteella. Tiedostosta poistettu rivit, jossa henkilon tai henkilon
puolison kuolinpdivd on samana vuonna).

Muuttujat luotiin vuosien perusteella erillisiin tiedostoihin, johon sisallytet-
tiin muuttujat, tapahtumavuosi ja suojattu henkilénumero. Tiedostot yhdis-
tetddn myohemmassa vaiheessa sijaintitietoihin suojatun henkildnumeron

perusteella.

2. FOLK-henkildaineiston asuntokuntamoduuli (FOLK-Asuntokunta)

Aineistosta valittiin alla olevassa taulukossa olevat muuttujat. Muuttujien
tarkemmat kuvaukset [6ytyvat Tilastokeskuksen aineistokatalogista.

Taulukko 5. Taulukon muuttujat on poimittu Tilastokeskuksen FOLK-henkil6ai-
neiston asuntokuntamoduulista. (Tilastokeskus, 2021)

Muuttuja

Tilastovuosi

Kuvaus (Tilastokeskus)

Aineistovuosi

Suojattu TK:n henkilonu-
mero

Suojattu TK:n henkildnumero, joka on sama
koko FOLK-aineistossa.

Asuntokunnan koko

Vakinaisesti asuvien henkildiden lukumaara.

Asuntokuntarakenne

0= laitosvaesto ja yli 25 hengen asuntokunnat
1= perhe, ei muita

2=1 perhe ja muita

3= 2 perhetts, ei lisdksi muita

4= 2 perhettd, lisdaksi muita

5=vahintaan 3 perhettd, ei lisaksi muita
6=vahintaan 3 perhetta, lisaksi muita

7= ei perhettd, asuntokunnan koko=1
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Muuttuja Kuvaus (Tilastokeskus)

Asuntokuntarakenne

8= ei perhettd, asuntokunnan koko=2 joilla
sama sukupuoli

9= ei perhettd, asuntokunnan koko=2 joilla eri
sukupuoli

10= ei perhettd, asuntokunnan koko >2; kaikil-
la sama sukupuoli

11= ei perhettd, asuntokunnan koko >2; joilla
eri sukupuoli

Asumisvaljyys

1=Tilava. 1-5 henkilén asuntokunta, jonka
kaytossa on vahintaan kolme asuinhuonetta
enemman kuin asuntokunnan henkilomaara
(keittiota ei lueta huonelukuun)

2=Normaali

3=Ahdas. Enemman kuin yksi henkil6 huonet-
ta kohti (keittiota ei lueta huonelukuun)
4=Tuntematon

Autojen lukumaara

Asuntokunnille summataan asuntokunnan
hallinnassa tai omistuksessa olevat autot.

Sairausajan toimeentu-
loturva

Asuntokunnan jasenten yhteenlasketut ESS-
PROS-luokituksen mukaiset sairauteen liitty-
vat etuudet.

Toimintarajoitteisuuteen
liittyva tuki

Asuntokunnan jasenten yhteenlasketut ESS-
PROS-luokituksen mukaiset tyokyvyttomyys ja
vammaisetuudet.

Vanhuuden turva

Asuntokunnan jasenten yhteenlasketut ESS-
PROS-luokituksen mukaiset vanhuuden tur-
vaan luettavat etuudet.

Lesken ja muiden omais-
ten tuki

Asuntokunnan jasenten yhteenlasketut ESS-
PROS-luokituksen mukaiset lesken ja orpojen
lasten tuet.

Lapsiperheiden etuudet

Asuntokunnan jasenten yhteenlasketut ESS-
PROS-luokituksen mukaiset lapsiperheiden
tuet.

Tyottémyysturva

Asuntokunnan jasenten yhteenlasketut ES-
SPROS-luokituksen mukaiset tyottomyyteen
liittyvat etuudet.

Asumisen tuet

Asuntokunnan jasenten yhteenlasketut ESS-
PROS-luokituksen mukaiset asumisen tuet.

Opintoetuudet

Asuntokunnan jasenten yhteenlasketut opin-
toetuudet.
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Muuttuja Kuvaus (Tilastokeskus)

Muu toimeentuloturva Asuntokunnan jasenten yhteenlasketut muut

toimeentuloturvaetuudet ESSPROS-luokituk-
sen mukaan.

Kaytettavissa oleva raha- | Asuntokunnan jasenten yhteenlasketut kay-

tulo

tettavissa oleva rahatulot.

Velat yhteensa Asuntokunnan jasenten yhteenlasketut velat.

Aineistojen perusteella muodostettiin seuraavat bindariset muuttujat:

oukhwNeE

N

10.

11.

12.

13.

14.

15.
16.

17.
18.
19.
20.
21.

22.
23.

Asuntokunnan rakenne = 1 perhe, ei muita

Asuntokunnan rakenne = 1 perhe, lisdaksi muita asukkaita
Asuntokunnan rakenne = 2 perhett§, ei lisaksi muita
Asuntokunnan rakenne = 2 perhettd, lisdksi muita asukkaita
Asuntokunnan rakenne = vdhintdan 3 perhetts, ei lisdksi muita
Asuntokunnan rakenne = vahintaan 3 perhettd, lisaksi muita asuk-
kaita

Asuntokunnan rakenne = ei perhettd, asuntokunnan koko 1 henkil®
Asuntokunnan rakenne = ei perhettd, asuntokunnan koko 2 henki-
163, joilla sama sukupuoli

Asuntokunnan rakenne = ei perhettd, asuntokunnan koko 2 henki-
163, joilla eri sukupuoli

Asuntokunnan rakenne = ei perhettd, asuntokunnan koko >2; kaikil-
la sama sukupuoli

Asuntokunnan rakenne = ei perhettd, asuntokunnan koko >2; joilla
eri sukupuoli

Asumisvaljyys = Tilava. 1-5 henkilon asuntokunta, jonka kaytossa
on vahintaan kolme asuinhuonetta enemman kuin asuntokunnan
henkilémaara (keittiota ei lueta huonelukuun)

Asumisvaljyys = Normaali (tilavan ja ahtaan vilille sijoittuvat luvut)
Asumisvaljyys = Ahdas. Enemman kuin yksi henkilé huonetta kohti
(keittiota ei lueta huonelukuun)

Asuntokunnassa on auto

Asuntokunnassa on henkild, joka saa sairausajan toimeentulotur-
vaa

Asuntokunnassa on henkild, joka saa toimintarajoitteisuuteen liitty-
vaa tukea

Asuntokunnassa on henkild, joka saa vanhuuden turvaan liittyvia
etuuksia

Asuntokunnassa on henkil, joka saa lesken ja muiden omaisten
tukia

Asuntokunnassa on henkil6, joka saa lapsiperheiden etuuksia
Asuntokunnassa on henkild, joka saa tyottomyysturvaa
Asuntokunnassa on henkil, joka saa asumisen tukia
Asuntokunnassa on henkild, joka saa opintoetuuksia
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24.

25.

26.

27.

28.
29.

30.

Asuntokunnassa on henkil®, joka saa muuta toimeentuloturvae-
tuuksia

Asuntokunnan jasenten yhteenlasketut kaytettavissa oleva rahatulo
vahemman kuin mediaani tulot -10 000 €

Asuntokunnan jasenten yhteenlasketut kaytettavissa oleva rahatulo
mediaani £ 10 000 €

Asuntokunnan jasenten yhteenlasketut kaytettavissa oleva rahatu-
lot enemman kuin mediaani +10 000 €

Asuntokunnassa ei ole velkaa

Asuntokunnan jasenten yhteenlasketut velat vahemman kuin me-
diaani +10 000 €

Asuntokunnan jasenten yhteenlasketut velat enemman kuin me-
diaani +10 000 €

3. FOLK (jaksotieto) eldke (FOLK-eldkejaksot)

Aineistosta valittiin eldkelaji seka tunnistetiedot (suojattu henkilonumero ja
aikamuuttuja). Eldkelajit on muodostettu Tilastokeskuksessa alkuperaisen ai-
neiston koodistosta seuraavan luokituksen mukaisiksi muuttujiksi:

PNV WNE

Henkilé on vanhuuseldkkeella

Henkild on tyokyvyttomyyselakkeella
Henkilo on yksil6lliselld varhaiselakkeella
Henkild on tyottomyyselakkeella

Henkild on maatalouden erityiseldkkeelld
Henkild on osa-aikaeldakkeella

Henkilo on perhe-elakkeelld

Henkilo on takuueldkkeella

4. FOLK-henkildaineiston perustietomoduuli (FOLK-Perus)

Aineistosta valittiin alla olevassa taulukossa olevat muuttujat. Muuttujien
tarkemmat kuvaukset |6ytyvat Tilastokeskuksen aineistokatalogista.

Taulukko 6. Taulukon muuttujat on poimittu Tilastokeskuksen FOLK- henkil®ai-
neiston perustietomoduulista. (Tilastokeskus, 2021)

Muuttuja Kuvaus

Sukupuoli Henkilon viimeisin sukupuolitieto.
Syntymavaltio Henkilon syntymavaltio.

Kansalaisuus Henkilon viimeisin kansalaisuustieto.
Syntypera Henkilon syntypera

Kieli Henkilon viimeisin kielitieto

Ika Henkilon ika vuosissa vuoden lopussa.
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Muuttuja Kuvaus

Maaseutu-kaupunki-luoki- | SYKE:n aluetypologian mukainen maaseu-

tus tu-kaupunki-luokitus.

Ammattiasema (TVM) Ammattiasema paatydsuhteen mukaan

Koulutuslaji Opiskelijan koulutuslaji

Paaasialllinen toiminta Paaasiallinen toiminta

(TVM)

Ammattikoodi, 3-nrotaso Tieto henkilon ammatista on tuotettu
18-74-vuotiaille tydllisille, siis palkansaajille
ja yrittajille.

Tyottomyyskuukausia Henkilon tyottomyyskuukaudet -tieto vuo-
sittain

Hallintaperuste Asunnon hallintaperuste on paadsaantoises-

ti paatelty vakinaisesti asutuille asunnoille
eli asuntokunnille

Huoneluku keittio pl. Asunnon huoneiden lukumaara ilman keit-
tiota.
Talotyyppi Talotyyppi. 1 Erillinen pientalo 2 Rivi- tai

ketjutalo 3 Asuinkerrostalo 4 Muu rakennus
(liike-, toimisto- ym.)

Varustetaso Asunnon varustelutaso.

Aineistojen perusteella muodostettiin seuraavat bindariset muuttujat:
1. Sukupuoli: mies
2. Sukupuoli: nainen

3. Suomalaistaustainen, syntynyt Suomessa

4. Suomalaistaustainen, syntynyt ulkomailla

5. Ulkomaalaistaustainen, syntynyt Suomessa

6. Ulkomaalaistaustainen, syntynyt ulkomailla

7. Henkilon ensisijainen kieli on suomi

8. Henkilon ensisijainen kieli on ruotsi

9. Henkilén ensisijainen kieli on muu kuin suomi tai ruotsi

10. Henkilon ika vuosissa vuoden lopussa 0-9

11. Henkildn ika vuosissa vuoden lopussa 10-19

12. Henkilon ika vuosissa vuoden lopussa 20-29

13. Henkilon ikd vuosissa vuoden lopussa 30—39

14. Henkilon ika vuosissa vuoden lopussa 40-49

15. Henkilon ikd vuosissa vuoden lopussa 50-59

16. Henkilon ika vuosissa vuoden lopussa 60—-69

17. Henkilon ikd vuosissa vuoden lopussa 70-79

18. Henkilon ika vuosissa vuoden lopussa >79
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19. Sijainti: sisempi kaupunkialue

20. Sijainti: ulompi kaupunkialue

21. Sijainti: kaupungin kehysalue

22. Sijainti: maaseudun paikalliskeskus

23. Sijainti: kaupungin |dheinen maaseutu

24. Sijainti: ydinmaaseutu

25. Sijainti: harvaan asuttu maaseutu

26. Ammattiasema paadtydsuhteen mukaan palkansaaja

27. Ammattiasema paatyosuhteen mukaan yrittaja

28. Opiskelijan koulutuslaji: lukiokoulutus

29. Opiskelijan koulutuslaji: AMK

30. Opiskelijan koulutuslaji: Ammatillinen koulutus

31. Paaasiallinen toiminta: Tyollinen

32. Paaasiallinen toiminta: Tyoton

33. Paaasiallinen toiminta: Opiskelija

34. Paaasiallinen toiminta: Eldkeldinen

35. Paaasiallinen toiminta: Varusmies, siviilipalvelumies

36. Paaasiallinen toiminta: Muu tyovoiman ulkopuolella oleva

37. Henkild on ollut tydtén pidempaan kuin puoli vuotta tilastovuodesta

38. Asunnon hallintaperuste: Omistaa talon

39. Asunnon hallintaperuste: Omistaa asunnon osakkeet

40. Asunnon hallintaperuste: Aravavuokra-asunto

41. Asunnon hallintaperuste: Korkotukivuokra-asunto

42. Asunnon hallintaperuste: Muu vuokra-asunto

43. Asunnon hallintaperuste: Asumisoikeusasunnot

44. Talotyyppi: Erillinen pientalo

45. Talotyyppi: Rivi- tai ketjutalo

46. Talotyyppi: Asuinkerrostalo

47. Talotyyppi: Muu rakennus (liike-, toimisto- ym.)

48. Asunnon varustelutaso: hyvin varustettu

49. Asunnon varustelutaso: puutteellisesti/erittdin puutteellisesti va-
rustettu

5. FOLK (jaksotieto) tyénhaku (FOLK-tyonhakujaksot)

Aineistosta poimittiin aikamuuttujien ja tunnistetietojen lisaksi tyénhaki-
jan tyollisyyskoodi, joka kuvaa henkilon tyollisyystilannetta tarkasteltavana
tilastovuotena. Aineistojen perusteella muodostettiin seuraavat bindariset
muuttujat:
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1. Henkil6 on tyoton

. Henkil6 on lomautettu

. Henkil6 on lyhennetylla tyoviikolla

. Henkil6 on tydvoiman ulkopuolella

. Henkil6 on tyottomyyseldkkeella

. Henkil6 on tyollistymista edeltdvassa palvelussa

. FOLK (jaksotieto) tyovoimakoulutus (FOLK-tyovoimakoulutusjaksot)
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Aineistosta luotiin bindarinen muuttuja, joka kuvaa onko henkild osallistu-
nut tyovoimakoulutukseen tarkasteltavana tilastovuonna. Muuttujan luomi-
seen kaytettiin tilastovuotta seka tydvoimakoulutuksen alku- ja lopetuspai-
vamaaraa.

Pelastustoimen toimenpide- ja resurssirekisteri PRON-
TOn aineistot

PRONTO-aineistoista haettiin seka rakennuspalot ettad rakennuspalovaa-

rat vuosilta 2008—-2020. Muuttujiksi valittiin onnettomuustyyppi, vuosi ja
koordinaattitiedot. PRONTO-aineistojen osoitetiedot ja rakennustunnukset
olivat puutteelliset, joten onnettomuustiedot olisi liitetty muihin aineistoi-
hin koordinaattien perusteella. Jos onnettomuustiedot liitettdisiin muihin
aineistoihin rakennuksien tarkkuudella, tulisi ne liittda osoitetietojen perus-
teella, koska koordinaattitiedot eivat ole identtisid muiden aineistojen, ku-
ten DVV:n rakennus- ja huoneistorekisterin kanssa. Jollain alueilla tietojen
yhdistaminen rakennuksen tarkkuudella pelkastdan koordinaattitietojen pe-
rusteella on mahdollista, mutta tiheasti asutuilla seuduilla tiedot eivat ole
riittavan tarkkoja.

Koska onnettomuustiedot liitetaan Tilastokeskuksen aineistoihin 250m?
tarkkuudella, koordinaattitiedot olivat tarpeeksi tarkkoja tahan tarkoituk-
seen. Suurin osa PRONTOnN koordinaateista on kirjattu KKJ3 -koordinaatis-
ton mukaisesti. Koordinaatit muunnettiin ETRS-TM35FIN tasokoordinaatti-
jarjestelman mukaisiksi, jotta tiedot saadaan yhdistettya muihin aineistoi-
hin. Aineisto sisaltda 72 092 rakennuspaloa ja rakennuspalovaaraa. Tilasto-
keskus siirsi aineistosta vain osan etdkdyttdjarjestelmaan, joten kaytossa oli
14 868 rakennuspalon/rakennuspalovaaran tiedot (20,6 %).

Tiedon yhdistaminen ja opetusaineiston luonti

Tilastokeskuksen FOLK-moduulien suuren koon vuoksi tiedostot pilkottiin
tilastovuosien perusteella erillisiksi tiedostoiksi. Opetusaineiston muuttujat
luotiin FOLK-moduulien tietojen perusteella RStudio -ohjelmistoa kaytta-
malla. Muuttujat luotiin jokaiselle tilastovuodelle aikamuuttujia hyddynta-
malla. Muuttujista muodostettiin bindarisia siten, ettd arvo on aina joko 0
tai 1. Esimerkiksi “Henkild on tyokyvyttomyyseldakkeelld” muuttujan arvo on
0 jos henkilo ei tarkasteltavana tilastovuotena ole tyokyvyttomyyselakkeella
jaarvo on 1, jos henkilé on. FOLK-moduulien tiedot yhdistettiin keskenadan
tilastovuosien ja suojatun henkildonumeron perusteella.
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Tilastokeskuksen aineistoista poimittiin ne tietorivit, joissa oli koordinaat-
titiedot (noin 2,6 miljoonaa tietorivia per tilastovuosi). Tilastokeskuksen
sijaintitietomoduulissa on henkildiden sijaintitiedot 250 m? tarkkuudella
alueilla, joilla asuu enemman kuin kolme henkil6a. FOLK-moduulien tiedot
yhdistettiin sijaintitietomoduuliin tilastovuoden ja suojatun henkilénume-
ron perusteella. Jokaiselle 250m2 ruudulle laskettiin ruudulla olevien pistei-
den maara ja muuttujien 1 arvojen prosenttiosuus. Jos esimerkiksi ruudulle
osuu 50 pistetta (henkildd), prosenttiosuus kuvaa kuinka suurella osuudel-
la henkil6ista “Henkild on tyokyvyttomyyseldkkeelld” muuttujan arvo on 1.
Laskelmien tekemiseen kaytettiin QGIS -paikkatieto-ohjelmaa.

Rakennuspalot lisattiin samaan sijaintitiedostoon siten, ettd rakennuspalon
vuosi vastaa kyseisen tilastovuoden muuttujia. Yhdistaminen tehtiin vuosi
kerrallaan, jotta muuttujat kuvaavat rakennuspalon aikaista ymparistoa.
Lopuksi tiedostot yhdistettiin yhdeksi opetusaineistoksi. Lopullinen opetus-
aineisto sisaltda ruudun tunnistetiedot, muuttujat ja tiedon onko ruudussa
sattunut rakennuspaloa (0 tai 1). (Kuva 4)

Kuva 4. Havainnollinen esimerkki tietojen yhdistamisesta QGIS paikkatieto-oh-
jelmistolla. Ruudut kuvaavat 250m? alueita, harmaat pisteet Tilastokeskuksen
muuttujia ja punaiset pisteet rakennuspaloja tai rakennuspalovaaroja.

Muuttujien analysointi mallinnusta varten

Koska muuttujien valinen korrelaatio saattaa vaikuttaa niiden painoarvoon
mallinnuksessa, opetusaineiston muuttujien keskinaista korrelaatiota tut-
kittiin korrelaatiomatriisin avulla. Sita varten kaytettiin R-ohjelmistokielen
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Hmisc -laajennuspaketin (Harrel Jr 2019) rcorr -argumenttia, joka luo kor-
relaatiomatriisin, jossa on seka tutkittavien tekijoiden korrelaatiokerroin
ettd niiden tilastollinen merkitsevyys (p-arvo). Muuttujia, joilla oli vahva
positiivinen korrelaatio (>0.8) tarkasteltiin ja osa muuttujista poistettiin sen
perusteella. Aineistoissa oli esimerkiksi useampi vanhuuselaketta, tyotto-
myytta ja koulutusastetta kuvaavaa muuttuja, joista sdilytettiin vain yhdet
tekijaa kuvastavat muuttujat. Syntymavaltiota, kansalaisuutta ja syntyperaa
kuvaavat muuttujat korreloivat myods vahvasti keskenaan, joten syntymaval-
tio ja kansalaisuus -muuttujat poistettiin.

Lopullinen opetusaineisto sisaltdd seuraavat muuttujat:

18.

19.

20.

21.

22.

23.

24.
25.

Henkilon puoliso on kuollut samana vuonna (kuin rakennuspalo
tapahtui)

Henkilon puoliso on kuollut edellisena vuotena

Henkilé on muuttanut erilleen kumppanista samana vuonna
Henkil6 on muuttanut erilleen kumppanista edellisena vuotena
Henkil6 on avioeronnut samana vuonna

Henkild on avioeronnut edellisenad vuotena

Puoliso on siirtynyt laitokseen samana vuonna

Puoliso on siirtynyt laitokseen edellisend vuotena

Henkil6 on asuinliitossa tarkasteltavana tilastovuotena

. Asuntokuntarakenne: 1 perhe, ei muita

. Asuntokuntarakenne: 1 perhe ja muita

. Asuntokuntarakenne: 2 perhettd, ei lisdksi muita

. Asuntokuntarakenne: 2 perhettd, lisdksi muita

. Asuntokuntarakenne: vdhintdaan 3 perhetts, ei lisdksi muita

. Asuntokuntarakenne: vahintaan 3 perhettd, lisdksi muita

. Asuntokuntarakenne: ei perhetta, asuntokunnan koko=1

. Asuntokuntarakenne: ei perhetta, asuntokunnan koko 2 henkil6a,

joilla sama sukupuoli

Asuntokuntarakenne: ei perhettd, asuntokunnan koko 2 henkiléa,
joilla eri sukupuoli

Asuntokuntarakenne: ei perhettd, asuntokunnan koko >2; kaikilla
sama sukupuoli

Asuntokuntarakenne: ei perhettd, asuntokunnan koko >2; joilla eri
sukupuoli

Asumisvaljyys: Tilava. 1-5 henkilon asuntokunta, jonka kdytossa on
vahintdaan kolme asuinhuonetta enemman kuin asuntokunnan hen-
kilomaara (keittiota ei lueta huonelukuun)

Asumisvaljyys: Normaali

Asumisvaljyys: Ahdas. Enemman kuin yksi henkilé huonetta kohti
(keittiota ei lueta huonelukuun)

Asuntokunnassa on auto

Asuntokunnassa on henkil, joka saa sairausajan toimeentulotur-
vaa
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26.

27.

28.

29.
30.
31.
32.
33.
34.

35.

36.

37.
38.

39.

40.
41.
42.
43.
44,

45,

46.
47.
48.
49.
50.
51.
52.
53.
54.
55.
56.
57.
58.

59.

Asuntokunnassa on henkil®, joka saa toimintarajoitteisuuteen liitty-
vaa tukea

Asuntokunnassa on henkil®, joka saa vanhuuden turvaan luettavia
etuuksia

Asuntokunnassa on henkild, joka saa lesken ja muiden omaisten
tukea

Asuntokunnassa on henkild, joka saa lapsiperheiden etuuksia
Asuntokunnassa on henkilo, joka saa tyottémyysturvaa
Asuntokunnassa on henkild, joka saa asumisen tukia
Asuntokunnassa on henkil®, joka saa opintoetuuksia
Asuntokunnassa on henkild, joka saa toimeentuloturvaa
Asuntokunnan kaytettavissa oleva rahatulo 10 000 € vdhemman
kuin kaikkien asuntokuntien mediaani tulo

Asuntokunnan kaytettavissa oleva rahatulo on kaikkien asuntokun-

tien mediaani tulo £10 000 €
Asuntokunnan kaytettavissa oleva rahatulo on enemman kuin kaik-

kien asuntokuntien mediaani tulo + 10 000 €
Asuntokunnassa ei ole velkaa
Asuntokunnan jasenten yhteenlasketut velat ovat vahemman kuin

kaikkien asuntokuntien velkojen mediaani + 10 000 €
Asuntokunnan jasenten yhteenlasketut velat ovat enemman kuin

kaikkien asuntokuntien velkojen mediaani + 10 000 €

Asukkaan sukupuoli on mies

Asukkaan sukupuoli on nainen

Asukas on syntyperaltddn suomalaistaustainen, syntynyt Suomessa
Asukas on syntyperaltadan suomalaistaustainen, syntynyt ulkomailla
Asukas on syntyperaltdadan Ulkomaalaistaustainen, syntynyt Suomes-
sa

Asukas on syntyperaltdan Ulkomaalaistaustainen, syntynyt ulko-
mailla

Asukkaan ensisijainen kieli on suomi

Asukkaan ensisijainen kieli on ruotsi

Asukkaan ensisijainen kieli on muu kuin suomi tai ruotsi

Henkilon ikd vuoden lopussa on 0-9 vuotta

Henkilon ika vuoden lopussa on 10-19 vuotta

Henkilon ika vuoden lopussa on 20-29 vuotta

Henkilon ika vuoden lopussa on 30—39 vuotta

Henkilon ika vuoden lopussa on 40-49 vuotta

Henkilon ika vuoden lopussa on 50-59 vuotta

Henkilon ikd vuoden lopussa on 60—-69 vuotta

Henkildn ika vuoden lopussa on 70—-79 vuotta

Henkilon ika vuoden lopussa on >79 vuotta

Henkilon asuinpaikan maaseutu-kaupunki -luokitus: Sisempi kau-
punkialue.

Henkilon asuinpaikan maaseutu-kaupunki -luokitus: Ulompi kau-
punkialue



60.

61.

62.

63.
64.

65.
66.
67.
68.
69.
70.
71.
72.
73.
74.
75.
76.
77.
78.
79.
80.
81.

82.
83.
84.
85.
86.
87.

88.
89.
90.
91.
92.
93.
94.
95.
96.
97.
98.

Henkilon asuinpaikan maaseutu-kaupunki -luokitus: Kaupungin ke-

hysalue

Henkilon asuinpaikan maaseutu-kaupunki -luokitus: Maaseudun

paikalliskeskus

Henkilon asuinpaikan maaseutu-kaupunki -luokitus: Kaupungin 13-

heinen maaseutu

Henkilon asuinpaikan maaseutu-kaupunki -luokitus: Ydinmaaseutu
Henkilon asuinpaikan maaseutu-kaupunki -luokitus: Harvaan asuttu

maaseutu

Henkilon ammattiasema: palkansaaja

Henkilon ammattiasema: yrittaja

Opiskelijan koulutuslaji: lukiokoulutus

Opiskelijan koulutuslaji: ammattikorkeakoulu

Opiskelijan koulutuslaji: ammatillinen koulutus

Henkilon pdaasiallinen toiminta: tyodllinen

Henkilon paaasiallinen toiminta: ty6ton

Henkilon paaasiallinen toiminta: opiskelija, koululainen

Henkilon padasiallinen toiminta: varusmies, siviilipalvelusmies
Henkilon paaasiallinen toiminta: muu tyévoiman ulkopuolella oleva

Henkilon asunnon hallintaperuste:
Henkilén asunnon hallintaperuste:
Henkilon asunnon hallintaperuste:
Henkilon asunnon hallintaperuste:
Henkilén asunnon hallintaperuste:
Henkilon asunnon hallintaperuste:
Henkilon asunnon hallintaperuste:

suus ym.)

omistaa talon

omistaa asunnon osakkeet
Aravavuokra-asunto
korkotukivuokra-asunto

muu vuokra-asunto
asumisoikeusasunnot

muu hallintaperuste (sukulai-

Henkilon asunnon talotyyppi: Erillinen pientalo

Henkilon asunnon talotyyppi: Rivi- tai ketjutalo

Henkilon asunnon talotyyppi: Asuinkerrostalo

Henkilon asunnon talotyyppi: Muu rakennus (liike-, toimisto- ym.)
Henkilon asunnon varustelutaso: hyvin varustettu

Henkilon asunnon varustelutaso: puutteellisesti/erittdin puutteelli-

sesti varustettu

Henkilo on tyokyvyttomyyselakkeella

Henkild on tyottomyyseldkkeella

Henkilé on maatalouden erityiselakkeella

Henkild on osa-aikaeldkkeella
Henkil6 on perhe-elakkeella
Henkil6 on takuueldkkeella
Henkild on lomautettu

Henkil6 tyoskentelee lyhennetylla tyoviikolla

Henkil6é on tydvoiman ulkopuolella

Henkilo on tyollistymista edistavadssa palvelussa

Henkil6 on tyovoimakoulutuksessa
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Rakennuspalojen riskiarvojen mallinnus

Algoritmit

Koko Suomen rakennuspaloriskien mallintamisessa kokeiltiin neljaa eri oh-
jatun koneoppimisen algoritmia, johon kuuluu, satunnaismetsa, XGboost
(extreme gradient boosting), tukivektorikone seka yleistetyn lineaarisen
mallin logistinen regressio.

Satunnaismetsa on paatdspuumalli, mikd on joukko-oppimista soveltava
metodi, jossa yksinkertaisena algoritmikomponenttina on paatdksenteko-
puu. Koulutusprosessissa algoritmi rakentaa useita paatdksentekopuita,
jotka luokittelevat aineiston oksien haaroissa olevien kysymysten perus-
teella, jotka on muodostettu opetusaineiston perusteella (Telivuo 2018).
Satunnaismetsa -algoritmia on yleisesti hydodynnetty aikaisemmissa tapaus-
tutkimuksissa, joissa on mallinnettu eri alueiden rakennuspaloriskia ohja-
tun koneoppimisen algoritmeja hyodyntamalla (Madaio ym. 2016, Jay 2017,
Singh ym. 2018, Dang ym. 2019, Teixeira 2020). Satunnaismetsan vahvuuk-
siin kuuluu sen tarkkuus, ylisovittumisen vahainen riski ja tehokkuus mallin
koulutusprosessissa. Algoritmi myds sietda hyvin puuttuvia arvoja. Tosin
suuria aineistoja analysoidessa satunnaismetsa ei valttamatta ole tehokkain
algoritmi reaaliaikaisen analyysien tuottamissa, vaikka sen kouluttaminen
onkin verrattain nopeaa (Liu ym. 2013).

XGBoost on paatdspuihin perustuva algoritmi, joka hyddyntda gradientin
laskeutumisarkkitehtuuria puumenetelmissa (Chen ym. 2015). Se on suun-
niteltu tehostamaan ohjatun koneoppimismallien nopeutta ja tarkkuut-
ta. XGBoostin kaytto on yleistynyt huomattavasti eri tieteenaloilla viime
vuosien aikana (Nielsen 2016) ja sitd on hyodynnetty myds muutamassa
rakennuspaloihin liittyvassa tapaustutkimuksessa (Singh ym. 2018, Dang
ym. 2019). XGBoostin on sanottu olevan yksi tehokkaimmista koneoppimi-
sen algoritmeista ja sen vahvuuksiin kuuluu kyky kasitelld suuria aineistoja
tehokkaasti ja tunnistaa monimutkaisia vuorovaikutuksia (Nielsen 2016).
Aiemmassa tutkimuksessa XGBoost ei ole aina ollut tarkin mahdollinen al-
goritmi, mutta kiistattomasti nopein (Ramraj ym. 2016).

Tukivektorikone on lineaarinen luokitinmalli, mika yksinkertaistettuna ja-

kaa tiedon kahteen luokkaan ja tekee paatelmia niiden etaisyyksista mar-
ginaalitasoihin (Noble 2006). Valimatkojen etdisyyksia rajoittavia tekijoita
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kutsutaan tukivektoreiksi, jotka maarittavat lopullisen luokittelun. Tukivek-
torikonetta on myds kokeiltu muutamissa rakennuspaloriskeja kasittelevissa
tapaustutkimuksissa, esimerkiksi USA:ssa (Madaio ym. 2016), Eteld-Koreas-
sa (Hong & Jeong 2018) ja Kiinassa (Wang ym. 2019). Aiemmissa rakennus-
paloja mallintavissa tapaustutkimuksissa tukivektorikoneen suorituskyky on
ollut samankaltainen kuin satunnaismetsaalgoritmilla. Tukivektorikoneen
vahvuuksia ovat sen kyky kasitella epalineaarisia aineistoja tehokkaasti ja
sen kyky ratkaista seka luokitteluun etta regressioon liittyvia ongelmia (Guo
& Bai 2009). Tukivektorin suorituskyky on kuitenkin yleisesti parempi pie-
nempiad aineistoja analysoidessa ja algoritmin pyorittdminen vaatii suuren
muistikapasiteetin. Algoritmin koulutus suurilla aineistoilla on hidasta.

Yleistetyn lineaarisen mallin logistinen regressio on luokittelualgoritmi, joka
mallintaa vastemuuttujan ja selittdvien muuttujien suhdetta arvioimalla
todennéakoisyydet logit-funktion avulla (Kleinbaum ym. 2020). Logistinen
regressio on regressioanalyysin erityistyyppi, jota kdytetdaan bindarisen lop-
putuleman todenndkodisyyden laskemiseen. Logistista regressiomallia on
kaytetty aikaisemmissa vastaavissa tapaustutkimuksissa esimerkiksi USA:s-
sa (Madaio ym. 2016), Kiinassa (Wang ym. 2019) ja Portugalissa (Teixeira
2020). Logistinen regressio on yleisesti kaytetty algoritmi erityyppisten
onnettomuuksien, kuten liikkenneonnettomuuksien (Lu ym. 2015, Jin & Lee
2017) ja kaivosonnettomuuksien (Maiti & Bhattacherjee 2001, Palei & Das
2009) riskien ennakoimisessa. Aiemmissa rakennuspaloihin keskittyneissa
kokeiluissa logistisen regression suorituskyky on ollut alhaisempi verrattuna
muihin algoritmeihin. Sen vahvuuksiin kuuluvat sen tehokkuus koulutusvai-
heessa seka sen soveltamisen ja tulosten tulkittavuuden helppous (Healy
2006), mutta se on heikko tunnistamaan monimutkaisempia muuttujien
valisia suhteita (Tu 1996).

Mallien koulutus

Mallien koulutuksessa, rakennuspalojen riskiarvojen muodostamisessa seka
suorituskyvyn arvioimisessa kaytettiin RStudio -ohjelmistoa (RStudio Team
2021). Koska jokaisella algoritmilla on useita erilaisia hyperparametreja,
malleja testattiin eri asetuksilla ja lopulliset asetukset maaraytyivat parhaan
suorituskyvyn mukaan. Satunnaismetsaan perustuvissa mallinnuksissa hyo-
dynnettiin random forest -laajennuspakettia (RColorBrewer & Liaw 2018) ja
puiden maaraksi valittiin 500. Aiemmassa tutkimuksessa puiden maara on
vaihdellut, esimerkiksi Atlantassa (Madaio ym. 2016) puiden maaraksi va-
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littiin 200, koska suuremmalla maaralla puita ei ollut olennaista vaikutusta
mallin suorituskyvyn kannalta.

XGBoostiin perustuvassa mallinnuksessa hyddynnettiin Matrix ja Xgboost
-laajennuspakettien ohjelmistokoodeja (Chen 2019, Bates & Maechler
2021). XGBoost -algoritmissa kdytettiin seuraavia asetuksia: max_depth=5,
eta=0.3, colsample_bytree=0.5, nrounds=200. Logistisessa regressiomal-
lissa kdytettiin glm2 laajennuspaketin ohjelmistokoodeja (Marschner & Do-
noghoe 2018), family=logit asetuksilla. Tukivektorikoneen osalta kadytettiin
kernlab -laajennuspakettia (Karatzoglou ym. 2019). Tukivektorikonemallissa
kaytettiin kernlab — laajennuspaketin kvsm-funktion oletusasetuksia, eika
vaihtoehtoisia asetuksia ehditty testata. Tilastokeskuksen etakayttoliitty-
man 31.12.2021 sulkeutumisen takia. Tukivektorikoneen osalta tuloksia pys-
tyttaisiin mahdollisesti parantamaan saatamalla mallin asetuksia.

Mallien luotettavuuden arvioimiseksi kdytettiin 10-kertaista ristivalidointi-
menetelmaa, jossa 75 % aineistosta kaytettiin mallin koulutukseen ja 25 %
mallin testaamiseen, hyodyntamalla caTools -laajennuspaketin ohjelmisto-
koodeja (Tuszynski & Khachatryan 2013). Mallin suorituskykya arvioidessa
koulutusprosessi ajettiin viisi kertaa jokaisen algoritmin kohdalla ja lasket-
tiin suorituskykya mittaava AUC-arvojen keskiarvo. Mallin suorituskyvyn ar-
viointiin kaytettiin padosin ROCR-laajennuspakettia (Sing ym. 2007)

Mallien suorituskyky

Mallien suorituskykyjen vertailuun kaytettiin ROC-kdyran (receiver opera-
ting characteristic) AUC-arvoa (area under ROC-curve). ROC-kayra kuvaa
mallin kykya luokitella kdytettavissa olevaa aineistoa mittaamalla mallin
oikea- ja vaara-positiivisuusasteiden suhdetta (Ling ym. 2003). Kdyran alle
jaavaa pinta-alaa kutsutaan AUC:ksi. Se kuvaa luokittelijan tarkkuutta astei-
kolla 0.5-1 siten, etta 0.5 tarkoittaa erottelukyvyltdan kelvotonta mallia ja 1
tarkoittaa taydellista suoritusta. Yleisesti ottaen 0.9-1 arvoa pidetdan erit-
tdin hyvana, 0.8-0.9 hyvana, 0.7-0.8 tyydyttavina ja 0.6-0.7 heikkona. Alle
0.6 arvoa pidetdan epdonnistuneena tuloksena.
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Kuva 5. Satunnaismetsan AUC kayra (AUC 0.839)

Testatut mallit olivat suorituskyvyltddn samankaltaisia ja AUC-arvot vaihte-
livat 0.730 ja 0.842 valilla. Testatuista malleista parhaiten suoriutui XG-
Boost, jonka AUC-arvojen keskiarvo oli 0.842. Toiseksi parhaiten suoriu-

tui satunnaismetsa (AUC 0.839, kuva 5), kolmanneksi logistinen regressio
(AUC 0.827) ja heikoimpana tukivektorikone (0.730). Malleista XGBoost oli
ylivoimaisesti nopein kouluttaa, algoritmin latausaika oli n.5-10 minuuttia.
Logistisen regression latausaika oli noin 15-30 minuuttia ja satunnaismetsan
noin 1-2 tuntia. Tukivektorikone oli ylivoimaisesti hitain kouluttaa (noin 16-
18 tuntia).

Muuttujien painoarvo mallinnuksessa

Mallien kouluttamisen jalkeen arvioitiin muuttujien painoarvoa mallinnuk-
sissa, jonka avulla selvitettiin, mitka tekijat vaikuttavat eniten rakennuspa-
lojen todenndkoisyyteen. Rakennuspaloja keskeisesti selittavia tekijoita ar-
vioitiin kahden parhaiten suoriutuneen algoritmin muuttujien painoarvojen
perusteella. Tarkastelussa on 20 painavinta muuttujaa.

Satunnaismetsaan perustuvan mallinnuksen muuttujien painoarvoja arvioi-
tiin vdhenevéan Gini-arvon (Mean Decrease Gini) ja keskiviheneman tark-
kuuden (Mean Decrease Accuracy) perusteella (Han ym. 2016). Vahene-

va Gini-arvo mittaa paatospuun haarojen oikein luokiteltujen havaintojen
osuuksia ja laskee vaarin luokitelluiden havaintojen todennakoéisyyksia. Tata
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todennakoisyytta kutsutaan Gini-epapuhtaudeksi ja niiden vahenevat arvot
mittaavat muuttujien tarkeytta luokittelussa. Gini-arvojen mukaan asukas-
maara on selkedsti painavin muuttuja mallinnuksessa (kuva 6). Toiseksi pai-
navin on “asuntokunnassa auto” muuttuja, joka viittaa siihen, etta asunto-
kunta omistaa vahintdaan yhden auton. Kolmanneksi painavin muuttuja on
asuntokunnan koko (kaksi ihmistd). Tulokset viittaavat siihen, ettd mika suu-
rempi taulukossa kuvattujen muuttujien osuus alueella on, sitd todennakoi-
sempaa on, ettd ruudussa sattuu rakennuspalo.

Kuva 6. Satunnaismetsan vdahenevat Gini-arvot, 20 painavinta muuttujaa. Mita
suurempi luku, sitd merkittdvampi muuttuja on mallissa.

Satunnaismetsan muuttujien keskivaheneman tarkkuus mittaa kuinka pal-
jon tarkkuutta malli menettda, jos yksittdisen muuttujan ottaa pois opetus-
aineistosta. Mita suurempi keskivdaheneman tarkkuus arvo on, sita paina-
vampi muuttuja on mallinnuksessa. Keskivaheneman tarkkuusarvion perus-
teella mallin tarkkuuden kannalta painavin muuttuja on "Tyottémyysturva”,
toiseksi painavin ”ikd 60—69” ja kolmanneksi painavin ”“Vanhuudenturva”.
(Kuva 7)
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Kuva 7. Satunnaismetsdan muuttujien keskiviheneman tarkkuus, 20 painavinta
muuttujaa. Mitad suurempi luku, sitd merkittavampi muuttuja on mallissa.

XGBoostiin perustuvassa mallinnuksessa muuttujien painoarvoja mitataan
vahvistus (gain) arvolla, joka mittaa kuinka paljon yksittdinen muuttuja vai-
kuttaa mallin paatéspuihin. Mitd korkeampi muuttujan arvo on, sitd suu-
rempi vaikutus silla on paatdksenteossa verrattuna muihin muuttujiin. Arvo
lasketaan samankaltaisella menetelmallad kuin satunnaismetsan vdaheneva
Gini-arvo. Vahvistus arvon perusteella mallinnuksen ylivoimaisesti painavin
muuttuja on asukasmaara, toiseksi painavin asuntokunnan koko (2 henki-
1638) ja kolmanneksi “asuntokunnassa auto”-muuttuja. (Kuva 8)

Kuva 8. XGBoost-mallinnuksen muuttujien vahvistusarvo, 20 painavinta muut-
tujaa. Mita suurempi luku, sitd merkittdvampi muuttuja on mallissa.
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Rakennuspaloriskiarvon muodostaminen

Rakennuspaloriskiarvo muodostetaan sy6ttamalla koulutettuun malliin
aineisto, joka kuvaa viimeisinta tietoa rakennusten, tai tassa tapauksessa
ruudukkojen muuttujista ja niiden sijainneista. Riskiarvo on luku 0—1 valilla.
Mita lahempéana arvo on ykkosta, sita alttiimpi kyseinen alue on rakennus-
paloille.

Kayttotarkoituksesta riippuen, riskiarvot voidaan jakaa eri luokkiin. Esi-
merkiksi Dang ym. 2019 kayttivat samankaltaista menetelmaa rakennusten
paloriskien maarittelyyn ja he jakoivat rakennukset viiteen eri tasoon, 0—4,
riskiarvon perusteella. Taso 4 sisdlsi 1 % listan rakennuksista, joilla on kor-
kein riskiarvo. Taso 3 sisalsi listan seuraavat 4 % rakennuksista, taso 2 seu-
raavat 12 %, taso 1 seuraavat 45 % ja taso 0 loput rakennuksista. Singh ym.
toteutti samankaltaisen riskiarvion Pennsylvaniassa 2018 ja jakoi rakennuk-
set kolmeen eri riskiluokkaan, Pittsburghin palontorjunnallisten tarpeiden
mukaisesti.

Taman tutkimuksen keskeisena tarkoituksena on kartoittaa valtakunnallisia
aineistoja ja menetelmia, joita voidaan hyodyntaa rakennuspalojen enna-
koinnissa. Rakennusten ja alueiden kategoriointi tulee tehda yhteistydssa
niita hyodyntavien tahojen kanssa, kuten pelastuslaitosten kanssa.

Analyysin yhteenveto

Testatut algoritmit suoriutuivat hyvin samankaltaisesti, mallien AUC-arvojen
valilla ei ollut suuria eroja. XGBoost suoriutui parhaiten ja mallin koulutus
oli myds huomattavasti nopeampaa verrattuna muihin algoritmeihin. Sa-
tunnaismetsan ja XGBoostin tarkkuusero oli havidvan pieni, 0.003 yksikkoa.
Satunnaismetsa oli kuitenkin hitaampi kouluttaa ja sen latausaika oli monin-
kertainen verrattuna XGBoostiin. Tukivektorikone suoriutui testeista heikoi-
ten, tosin mallia ei ehditty tuunata parhaimmaksi mahdolliseksi aineistojen
kdyttdéajan umpeutumisen takia. Tukivektorikoneen latausaika oli ylivoimai-
sesti pisin.

Tarkastellessa muuttujien painoarvoa mallinnuksissa, mallien 20 paina-
vimman muuttujien valilla oli paljon samankaltaisuuksia. Asukasmaara oli
selkedsti painavin muuttuja ja autolliset asuinkunnat toiseksi painavin. Seka
XGBoost ettd satunnaismetsa -mallinnuksissa kahden ihmisen asuntokun-
nat olivat painavimpien muuttujien karjessa. Tyottomyyteen ja toimeentu-
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loon liittyvat muuttujat olivat molemmissa mallinnuksissa 20 painavimman
muuttujan joukossa (ty6ton, muu tydvoiman ulkopuolella, henkil tyovoi-
makoulutuksessa, toimeentuloturva, muu toimeentulotuki, asumisentuki).
My®6s asuinliitto -muuttuja seka elakkeeseen liittyvat muuttujat (tyokyvyt-
tomyyseldke, takuueldke, vanhuuden turva ja osa-aika eldke) toistuivat mo-
lempien mallien 20 painavimman joukossa.
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4. Yhteenveto

Ennakoivan analytiikan tutkimushankkeessa selvitettiin, miten ennakoi-

van analytiikan menetelmia, esimerkiksi koneoppimista voidaan hyédyntaa
pelastustoimen riskianalyysitoiminnan tukena, erityisesti rakennuspalojen
mallintamisessa Suomessa. Kirjallisuuskatsauksen avulla tunnistettiin kes-
keisia ohjatun koneoppimisen algoritmeja, joilla on mahdollista kohdentaa
pelastustoimen palveluita aiempaa riskiperusteisemmin. Aiemmissa ulko-
maisissa tapaustutkimuksissa algoritmeja on hyodynnetty paasaantoisesti
tapauskohtaisesti, mutta niitd on mahdollista soveltaa myos laajemmin, esi-
merkiksi laskennallisen viitekehyksen avulla.

Ohjatun koneoppimisen hyddyntaminen pelastustoimen riskianalytiikassa
on viime vuosina yleistynyt kansainvilisesti. Rakennuspalojen mallinnuk-
sessa hyodynnetdan yleisesti erilaisia paatospuumalleja, lineaarisia luokitin-
malleja ja neuroverkkoja. Yhdysvalloissa ohjatun koneoppimisen algoritme-
ja on integroitu erilaisiin ohjelmistoalustoihin, jotka mahdollistavat mene-
telmien kayton esimerkiksi pelastustoimen toimintavalmiuden suunnittelun
tukena. Hankkeessa kokeiltiin Atlantassa kehitettya Firebird viitekehysta sen
avoimen lahdekoodin yhteydessa tarjotuilla testiaineistoilla. Viitekehys on
kuitenkin suunniteltu erityyppisille aineistoille, kuin mita Suomessa on saa-
tavilla, joten alusta ei ole suoraan sovellettavissa Suomen pelastustoimen
tarpeisiin.

Kokeilun perusteella kuitenkin todettiin, ettd vastaavanlaisella ohjatun ko-
neoppimisen algoritmeihin perustuvalla laskennallisella viitekehykselld on
potentiaalia korvata perinteiset regressiomallit, johon tdmanhetkinen val-
takunnallinen pelastustoimen riskianalyysi perustuu. Viitekehyksen kehit-
tamista varten kerattiin tietoa aiemmissa vastaavanlaisissa tutkimuksissa
kaytetyista algoritmeista ja kartoitettiin Suomessa valtakunnallisesti saata-
villa olevia paikkatietoaineistoja, joita voidaan hyddyntaa rakennuspalojen
alueellisten riskiarvioiden tekemisessa. Aiemman tutkimuksen ja asiantun-
tijoiden konsultaation perusteella tunnistettiin keskeisia aineistoja, jotka
kuvaavat tietoa esimerkiksi asukkaista, rakennuksista, asuinalueesta seka
aiemmista onnettomuuksista ja hairiotilanteista.

Aineistojen saaminen tutkimuskaytt6on osoittautui hankkeen suurimmak-
si haasteeksi, koska kaytannon kokeilua varten haettiin laajoja aineistoja,
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jotka sisalsivat arkaluonteisia tietoja, kuten tarkkoja sijaintitietoja ja sosio-
ekonomisia muuttujia. Tutkimuslupien ja tietopyyntdjen vaativuuden takia
hakemusprosessit olivat pitkid ja niiden kasittelyprosessit ja kasittelyajat
vaihtelivat paljon eri tahojen vililla. Aineistojen koonti ja niiden saamiseen
liittyvat kustannukset vaativat huomattavasti resursseja. Jotta vastaavan-
laista aineistokokonaisuutta voitaisiin hyddyntaa jatkuvassa paatoksente-
ossa, tulisi keskeiset aineistot tulevaisuudessa koota yhteen paivitettavaan
tietojarjestelmaan, kuten sisaministerion parhaillaan kehittdmaan onnetto-
muuksien ehkaisyn tietojarjestelmaan. Onnettomuustietojen lisdksi nadihin
keskeisin aineistoihin kuuluvat esimerkiksi Tilastokeskuksen FOLK-moduulit.

Padkaupunkiseudun avointen aineistojen kokeilun perusteella satunnais-
metsadalgoritmi suoriutui parhaiten. Kokeilun tuloksena saatu rakennuspa-
loriskiarvio kuvaa 250m? alueita, joissa asuu yli 100 henkil6a, mutta har-
vemmin asuttuja alueita ei otettu riskiarviossa huomioon. Lahtokohtaisesti
avoimilla aineistoilla ei pystyta tuottamaan tarkempia analyyseja ja muilta
kuin padkaupunkiseudun alueelta ei l0ytynyt avoimesti saatavilla olevaa
vaestotietoruudukkoa tarpeeksi pienessa resoluutiossa, jotta tuloksista olisi
varsinaista hyotya pelastustoimelle. Vastaavanlaisia ja kattavampia vaesto-
tietoa sisaltavia paikkatietoaineistoja on kuitenkin valtakunnallisesti saata-
villa 250m2alueilta, esimerkiksi Tilastokeskukselta, jos aineistojen kayttéon
saa luvan ja niita kasitellaan tietoturvallisessa etakayttoymparistossa.

Koko Suomen rakennuspaloriskiarvojen mallintamiseen luotiin laskennalli-
nen viitekehys, joka koostui kahdesta osasta. Ensimmainen lahdekoodi jar-
jestelee, siivoa, standardisoi ja yhdistaa aineistot opetusaineistoksi. Toinen
osa kouluttaa algoritmit opetusaineistoilla ja luo rakennuspaloriskiarvion
aineistojen viimeisimman vuoden tietojen perusteella. Testien perusteella
XGBoost suoriutui mallinnuksista parhaiten ja soveltuisi hyvin pelastustoi-
men riskianalyysien muodostamiseen. Laskennallisen viitekehyksen tar-
koituksena on luoda valmis ohjelmistokoodikokonaisuus, joka nopeuttaa
riskiarvioiden tekemistd, jos menetelmaa sovelletaan useaan kertaan tai eri
paikoissa.

On kuitenkin epatodennakdista, ettd vastaavanlaista aineistokokonaisuutta
tullaan hyodyntamaan pelastuslaitosten jatkuvassa kdytossa, joten lopul-
linen viitekehys tulee jatkokehittda kaytettavissa olevia aineistoja varten.
Talta osin viitekehyksen ensimmainen osa toimii enemminkin esimerkki-
na, kuin varsinaisena tyokaluna. Viitekehyksen toista osaa pystyy suoraan
soveltamaan erilaisten aineistokokonaisuuksien kayttoon. Jatkokehittelyssa
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tulee myds ottaa huomioon, etta kaikilla pelastuslaitoksilla ole valttamatta
edellytyksia itsendisesti tehda analyysia, joten ohjelmistokoodit tulisi inte-
groida kayttdjaystavalliseen ohjelmistoalustaan.

Hankkeessa tuotetun kaytannon kokeilun tarkoituksena oli viitekehyksen
muodostamisen lisdksi kartoittaa uusia aineistoja ja |6ytaa rakennuspalo-
ja keskeisesti selittavia tekijoita, sekd aiemmin tunnistettuja, mutta myos
sellaisia, joita ei talla hetkella hyddynneta pelastustoimen riskianalyyseissa.
Koko Suomen kattavaan analyysiin ei saatu sisallytettya kaikkia myonnettyja
aineistoja Tilastokeskuksen teknisten ongelmien vuoksi, mutta testit osoitti-
vat sosioekonomisten muuttujien tarkeyden rakennuspalojen riskiarvioiden
tekemisessa. Tekniset ongelmat saatiin ratkaistua Tilastokeskuksen kanssa
hankkeen paatyttya, mutta analyysi paatettiin toistaa erillisena projektina
siten, ettd DVV:n rakennus- ja huoneistorekisterin seka Hatdakeskuslaitoksen
aineistot otetaan mukaan analyysiin. Tasta julkaistaan erillinen artikkeli.

Tutkimuksen alussa rakennuspaloriskiarviot oli tarkoitus muodostaa kuuden
eri pelastuslaitoksen toiminta-alueella, koska koko Suomen kattavien aineis-
tojen saanti tutkimuskayttoon oli epavarmaa. Hanketta varten saatiin kui-
tenkin Suomen kattavat aineistot DVV:lt3, Tilastokeskukselta ja Hatdakeskus-
laitokselta, joten pelastuslaitosten valvontarekisterien aineistoja ei pystytty
kayttamaan. Kaikkien Suomen pelastuslaitosten aineistojen kerdaminen

ja standardisointi analyyseja varten olisi ollut talle hankkeelle varattujen
resurssien puitteissa mahdotonta. Koska Tilastokeskuksen aineistot saatiin
kayttoon vasta hankkeen viimeisten viikkojen aikana, ei erillisen kuuden pe-
lastuslaitoksen analyysia ehditty tehda erikseen.

Koko Suomen rakennuspaloriskiarvojen mallintamisessa asukasmaara
osoittautui kaikista painavammaksi rakennuspaloja selittavaksi tekijaksi ja
toiseksi painavin muuttuja oli autolliset asukaskunnat. Tyottomyyteen, toi-
meentuloon ja elakkeeseen liittyvat muuttujat olivat myos keskeisia mallin-
nuksessa. Aiempi kotimainen ja kansainvalinen tutkimus tukee analyysin tu-
loksia, silla aiemman tutkimuksen perusteella sosioekonomisten tekijoiden
vaikutus rakennusten tulipaloriskiin on kiistaton (Nilson & Bonander 2020;
Ojala 2017; Kaukonen 2011; Kokki 2011; Kokki 2014). Esimerkiksi Kaukonen
tutki rakennuspalojen lukumaariin vaikuttavia tekijo6ita Suomessa (2011) li-
neaarisella kasvukayramallilla. Mallinnuksessa kdytetyista muuttujista vaes-
ton korkea ikdantyneisyys ja sosiaali- ja terveydenhuollon asukaskohtaiset
nettokustannukset vaikuttivat keskimaaraista korkeampaan rakennuspalo-
jen maaraan kunnissa. Kokki (2011, 51—61; 2014) on puolestaan arvioinut pa-
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lokuolleiden profiilia, jossa on myds havaittavissa selkeitd sosioekonomisia
tausta- tai riskitekijoita.

Suomessa talla hetkella kaytossa oleva pelastustoimen riskianalyysissa pe-
rustuu yhden nelidkilometrin (1 km?) kokoisiin riskiruutuihin, joihin lasket-
tu rakennuspalojen riskiarvio perustuu ruutujen asukaslukuun, kerrosalaan
seka niiden yhteisvaikutukseen. Aiemmin VTT:n tekemien testien perusteel-
la 1 km? ruudut ennakoivat rakennuspaloja tarkemmin kuin 250m? ruudut.
Riskianalyysimallien kehityksessa kokeiltiin kolmea eri [ahestymistapaa,
joihin kuuluvat yksinkertainen regressiomalli, spatiaalinen regressiomalli ja
itseorganisoituva kartta (SOM). Testien perusteella yksinkertainen regressio
malli soveltui parhaiten haettuun kayttétarkoitukseen. Malli selitti noin 50
% rakennuspalomadrien vaihtelusta. (Tillander ym. 2011.)

Tassa tutkimushankkeessa testatut algoritmit suoriutuivat huomattavasti
edelld mainittua, talla hetkelld kdytdssa olevaa regressiomallia paremmin.
Kun kadytossa olevaa riskianalyysimallia kehitettiin, kokeiltiin my&s neuro-
verkkoihin perustuvia itseorganisoituvia karttoja seka Bayesilaiseen tilas-
totieteeseen perustuvaa spatiaalista regressiomallia. Itseorganisoituvat
kartat antoivat oikeansuuntaisia tuloksia, mutta ne arvioivat rakennuspa-
lojen maarat alakanttiin. Ennustuksien epatarkkuuden arveltiin johtuvan
kaytettavissa olevien muuttujien maarasta ja todettiin, ettd ennustuskyvyn
parantamisen kannalta olisi keskeista tunnistaa onnettomuuksien kannalta
tarkeimpia taustamuuttuja ja hyédyntaa niitd verkon rakentamisessa. Myos-
kaan spatiaalisilla regressiomalleilla ei paasty yhta hyviin tuloksiin kuin yk-
sinkertaisemmalla regressiomallilla ja rajoittavana tekijana pidettiin mallin
laskennallista raskautta ja mallinnuksen vaativuutta.

Tassa tutkimuksessa ohjatun koneoppimisen algoritmien avulla saatujen
riskiarvioiden hyvaan tarkkuuteen vaikuttaa se, etta aineistoja oli saatavil-
la laajalta alueelta usealta eri vuodelta. Menetelmat ovat myos kehittyneet
siltd ajalta, kun pelastustoimen riskianalyysimalleja on viimeksi kehitetty.
Ohjatun koneoppimisen menetelmia on ruvettu hyddyntamaan eri tie-
teenaloilla ja kayttotarkoituksissa yha enenemissa maarin viime vuosien ai-
kana ja niiden kayttoa tulisi harkita myos pelastustoimen riskianalytiikassa.
Ohjatun koneoppimisen menetelmia on helppo soveltaa hyvin erityyppis-
ten ilmididen mallintamiseen ja ennakoimiseen, joten tassa tutkimuksessa
kaytetyt ja kuvatut menetelmat voivat hyddyttaa paitsi pelastustointa, myos
sosiaali- ja terveydenhuollon hallinnonalaa koko maassa ja tulevilla hyvin-
vointialueilla, mutta myds muita valtakunnallisesti toimivia viranomaisia ja
julkishallinnon toimijoita.
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5.

Hankkeen viestinta

Hankkeesta on viestitty aktiivisesti koko tutkimuksen ajan. Viestinnan kaut-
ta on laajennettu hankkeen sidosryhmia, tunnistettu ja hyddynnetty yhteis-
tyomahdollisuuksia ja pyritty edesauttamaan tulosten jalkauttamista tutki-
muksen jalkeen.

Esitelmat/luennot:

Onnettomuuksien ehkaisyn ja rakenteellisen paloturvallisuuden opin-
topaivat 2020

Pelastuslaitosten TKI-verkoston seminaari 2020

PSCE:n konferenssi tammikuussa 2021

Pelastustoimen analytiikka webinaari 17.5.2021

Pelastusopiston tutkimuspaiva 9.6.2021

Palotutkimuksen padivat 8.9.2021

SPEKin hallituksen kokous 28.10.2021

SPEKin valtuuston kokous 29.11.2021

Yritysturvallisuusfoorumi 24.-26.11.2021, ty6paja “Tekoaly tulipalojen
ennakoinnissa”

ISES seminaari

Artikkelit, uutiset ja tiedotteet:
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Uutinen Suorituskyky hankkeen uutiskirjeessa 2020

Uutinen Feeniks-tiedotteessa (Pelastuslaitosten kumppanuusverkos-
ton uutiskirje) 2020

Artikkeli Pelastustieto lehdessa 2020

Artikkeli SPEKin ajankohtaisissa uutisissa 2020

Artikkeli Palotutkimuksen paivien seminaari julkaisussa 2021
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LIITE 1. Aineistojen kuvaus ja
hakuprosessi

Pelastustoimen toimenpide- ja resurssirekisteri PRONTO

PRONTO on sisaministerion (SM) jarjestelmd, jonka yleinen ohjaaminen ja
kehitys on SM:n pelastusosaston vastuulla ja tekninen yllapito ja kehittamis-
vastuu on Pelastusopistolla. PRONTO-jarjestelma sisaltdaa koko valtakunnan
kattavia onnettomuustietoja, sisaltden halytys-, onnettomuus-, rakennus- ja
palontutkintaselosteet vuodesta 1996 alkaen.

Hankkeeseen haettiin ja saatiin PRONTOnN kayttooikeus, joka kattoivat kaikki
PRONTON tiedot. PRONTON vapaapoiminta -toiminnolla raakadataa pystyy
lataamaan vain rajatun maaran kerralla, joten hankkeen alkuvaiheessa sel-
vitettiin raakadatapoiminnan mahdollisuutta, joka kattaisi koko tarvittavan
tietomaaran. Koska PRONTO-rekisterin tiedot sijaitsevat Tieto Oyj:n palve-
linlaitteistoilla, kertaluontoinen laajempi raakadatapoiminta olisi aiheutta-
nut huomattavat kustannukset, joten todettiin, etta erilliset poiminnat va-
paapoiminnalla on kustannustehokkaampi vaihtoehto.

Tarvittavat tiedot ladattiin jarjestelmasta ja tiedon kasittelyn sujuvoittami-
seksi tiedostoja varten luotiin MS Access tietokanta, jonne rakennuspalojen
ja rakennuspalovaarojen héalytys-, onnettomuus-, ja rakennusselosteiden
sisallot tallennettiin. Tiedot ladattiin vuosilta 2008—2019. Latausmaararajoi-
tusten vuoksi tiedot haettiin palasina ja yhdistettiin tietokannassa.

Pelastuslaitosten tiedot

Pelastuslaitoksilta haettiin hanketta varten Pelastuslaitosten valvontarekis-
terin tiedot poistumisturvallisuusselvityksistd, palotarkastuksista, pelastus-
lain 42 §:n mukaisista paloriski-ilmoituksista, kiinteistdjen palontorjuntatek-
niikasta sekd muusta kiinteistokohtaisesta, strukturoidusta tiedosta koskien
kiinteiston paloturvallisuutta. Yhteistyota varten kuudelle eri pelastuslaitok-
selle lahetettiin tutkimuslupahakemukset, joiden perusteella saatiin tutki-
musluvat aineistoihin. Naihin kuuluvat Helsingin, Pohjanmaan, Eteld-Karja-
lan seka Ita-, Lansi-, ja Keski-Uudenmaan pelastuslaitokset.

Ensimmainen tietojen poiminta tehtiin Keski-Uudenmaan pelastuslaitoksen
kanssa. Poiminnan eri vaiheista tehtiin yksityiskohtainen ohje, jota seuraa-
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malla muut Pelastuslaitokset pystyivat poimimaan tiedot kustannustehok-
kaasti ja standardisoidulla tavalla. Tietoja haettiin vuosilta 2008—2020.

Digi- ja vdestotietovirasto

Digi- ja vaestotietovirastolta (DVV) haettiin tutkimuslupaa koko valtakun-
nan kattavaan rakennus- ja huoneistorekisteriin (RHR). Koska DVV toimittaa
RHR:n veloituksetta pelastuslaitoksille kerran vuodessa pelastuslain edel-
lyttamalla tavalla, selvitettiin mahdollisuutta kdyttaa aineistoja hankkeen
yhteistyopelastuslaitosten kautta, jolloin DVV:n ei tarvitsisi poimia tietoja
vaan pelastuslaitokset toimittaisivat tiedot erillisella DVV:n myontamalla
tutkimusluvalla.

Digi- ja vdestotietovirastoon otettiin ensimmaisen kerran yhteytta lokakuun
2020 alussa ja asiasta kaytiin viestintaa joulukuuhun 2020 asti. 22.12.2020
DVV paatyi sisdisten keskustelujen jalkeen ratkaisuun, jossa tutkimuksesta
vastaava SPEK hakee aineistot suoraan DVV:lta tavanomaisen tietolupapro-
sessin kautta. Koko Suomen kattava RHR -aineisto saatiin hankkeen kayt-
toon 15.3.2021.

Hatdkeskuslaitos ja Poliisihallitus

Hatdkeskuslaitoksen yleiseen sahkdpostiin lahetettiin tietopyynto
16.11.2020, jossa haettiin tietoja melu- ja hairidilmoituksista. My6hemmin
erillisen puhelinkeskustelun perusteella tietopyynto lahetettiin Hatdakeskus-
laitoksen poliisitoimintapaallikolle, joka valitti pyynnon kehityspaallikolle.
Kehityspaallikon mukaan tietoja kannattaa tiedustella suoraan poliisihal-
litukselta, silla heidan tietojarjestelmastdnsa ei saa valitettya raakadataa.
Raakadata pitaa erikseen tilata tietojarjestelmatoimittajalta, mika tulisi
maksamaan arvion mukaan muutamia tuhansia euroja. Keskustelujen pe-
rusteella tietosisallon luovutusmahdollisuus oli my6s juridisesti epaselvaa.

Hatakeskuslaitoksen yleisesta sahkopostista toimitettiin erillisessa keskuste-
lussa tutkimuslupalomake ja ei mainittu mahdollisista esteista tiedon hake-
miseen liittyen. Tutkimuslupahakemus toimitettiin joulukuussa 2020. Hake-
mus kuitattiin vastaanotetuksi ja seuraavia seikkoja tarkennettiin:

e Meluun ja hadirioon liittyvien hatdilmoituksien osalta rekisterinpita-
jana toimii Poliisihallitus ja tutkimuslupaa kyseisten tietojen osalta
tulee hakea suoraan sielta.

e Hatdilmoituksia sailytetdaan lakisaateisesti viisi vuotta ilmoitush-
etkesta. Yksityiskohtaisia tehtdvatietoja kyetdaan taten hakemaan
viimeisten viiden vuoden ajalta.
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o Hatakeskuslaitoksen raportointijarjestelmien kautta voidaan asiaa
hakea vuodesta 2010 ldhtien tehtavalajin ndkokulmasta mutta tall6in
mukana ei ole mitdan tarkkoja osoitteita, tai edes kuntaan liittyvaa
tietoa. Hatdkeskuslaitos tilastoi omia toimintojaan vain hatakeskusal-
ue -ndkokulmasta.

e Hatakeskuslaitos ei voi poimia tietolistausta, jossa nakyisi tehtavista
rivitietoina esim. pdivamaara, kellonaika ja tarkka tehtavaosoite. Tyo
tulee tilata erikseen tietojarjestelman tekniselta yllapitajalta, joka
laskuttaa arviolta 1000 € / ty6paiva.

» Kyseiset tehtadvat, jotka ovat johtaneet riskinarvion perusteella te-
htavan valittdmiseen, on valitetty yksildivine tietoineen poliisille.
Tiedot saattavat |0ytyad suoraan heidan tietojarjestelmistaan

Annettujen tietojen valossa tietoja paadyttiin hakemaan suoraan Poliisihal-
litukselta.

Poliisihallitukseen oltiin ensimmaisen kerran yhteydessa elokuussa 2020

ja selvitettiin mahdollisuutta saada alueelliseen hairiGtoimintaan liittyvia
aineistoja tutkimuskayttéon. Poliisihallituksen analyysitoiminnon edusta-
jat arvioivat marraskuussa tutkimuslupa-asian kasittelyn vievan noin kuusi
kuukautta. Tietopyyntoa pyydettiin tarkentamaan, mutta poliisihallitus

ei pystynyt tarjoamaan tarkempaa tietoa poliisin kerddmasta aineistosta.
Tutkija tiedusteli mahdollisuutta neuvotella tietojarjestelmien sisallosta ta-
paamisen merkeissa, jotta lupahakemusta voidaan tarkentaa. Ehdotuksesta
kieltaydyttiin resurssien puutteen vuoksi. Kdytannossa tutkimuslupahake-
muksessa piti tarkkaan eritelld aineistot, joita haetaan, mutta metadata-tie-
dostoa varten tulisi tehda erillinen tutkimuslupahakemus.

Tutkimuslupahakemus tehtiin ilman metadatatiedostoa. Aineistot ja muut-
tujat eriteltiin sen julkisen tiedon perusteella, mitd on tiedettavissa Hata-
keskuslaitoksen kerd@amista aineistoista. Hakemuksen viimeinen versio lahe-
tettiin maaliskuussa 2021. Poliisihallitus myonsi tutkimusluvan huhtikuussa
2021, ja Hatakeskuslaitos tulisi suorittamaan tietojen poiminnan.

Hatakeskuslaitokselle ldhetettiin tietojen poimintapyynto ja tutkimuslupa
14.4.2021. Hatdkeskuslaitos toimitti vuosien 2019—2021 melu- ja hairioil-
moitukset 16.9.2021 ja Digia toimitti Hatakeskuslaitoksen puolesta vuosien
2016—2018 aineistot 28.10.2021.
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Avoin data

Hankkeen alussa kartoitettiin, voidaanko netistd 16ytyvaa avointa paikkatie-
toa hyodyntaa valtakunnallisissa riskianalyysimalleissa. Yleisesti ottaen va-
paasti verkosta saatavissa oleva avoin data on harvoin koko maan kattavaa
ja tieto on resoluutioltaan liian epatarkkaa varsinaisen hyddyn saamiseksi.

Avoindata.fi -sivu on Digi- ja vdestotietoviraston yllapitama sivusto, joka on
tarkoitettu avoimen datan julkaisemiseen ja hyddyntamiseen. Sivulta [6yty-
vaan paikkatietoaineistoihin on koottu useamman eri palveluntuottajan tar-
joamia avoimia paikkatiedostoja. Sivulta |0ytyva 250m? resoluution vaesto-
tietoruudukko katsottiin rakennuspaloennustemallin kannalta hyodylliseksi,
mutta se kattaa vain padkaupunkiseudun alueen. Vdestotietoruudukko on
Helsingin seudun ymparistépalveluiden (HSY) yllapitdama tiedosto ja se si-
saltaa ruutukohtaista tietoa padkaupunkiseudun vaeston lukumaarasta, ika-
jakaumasta ja asumisvaljyydesta. Tietosuojasyista tiedostosta on poistettu
ruudut, joissa on 0—4 asukasta. Myos vdestdonrakenteen tiedot ovat poistet-
tu ruuduista, joissa on 0—99 asukasta.

Suomen ymparikeskuksen (SYKE) Elinympariston tietopalvelu Liiterissad on
myo6s hyodyllistd paikkatietoa, mutta avoin tieto on resoluutioltaan niin
epatarkkaa, etta tiedostoja ei voi hyddyntaa sellaisenaan hankkeen tarkoi-
tuksiin.

Turvallisuus- ja kemikaalivirasto Tukes, Kemu -rekisteri

Hankkeen alussa kaytiin palaveri Tukesin edustajan kanssa, jossa esiteltiin
KemuDigi tietojarjestelma ja sen sisdltdmat aineistot. Tietokannassa ei ollut
kuitenkaan tdman tutkimushankkeen kannalta olennaisia paikkatietoaineis-
toja, koska tiedot koskevat padosin laitoksia. KemuDigissa on tosin yritysten
kemikaalirekistereitd, jotka ovat liiketilojen kannalta oleellisia. Jos riskiana-
lyysimalleja sovelletaan yritysten ja laitosten rakennuspaloriskien kartoitta-
miseen, KemuDigin aineistot tulisi ottaa huomioon.

Rakennusvalvonta

Hankkeen alussa pidettiin palaveri Helsingin rakennusvalvonnan Facta -tie-
tojarjestelman padkayttdjan ja tarkastusinsindorin kanssa ja kdytiin yhdessa
lapi mita Facta -tietojarjestelma sisaltaa. Tietojarjestelma ei ole valtakun-
nallinen ja sen sisallossa on alueellista vaihtelevuutta. Selvisi, etta raken-
nusvalvonnan tietojarjestelmat pohjautuvat pitkalti DVVn RHR aineistoihin,
eika tietojarjestelmassa ole muita aineistoja, joista olisi hyotya tutkimukses-
sa.
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Sateilyturvakeskuksen (STUK) tietokannat

Sateilyturvakeskuksen tietokantojen sisallosta keskusteltiin STUKin edusta-
jan kanssa elokuussa 2020. Keskustelun perusteella tultiin siihen tulokseen,
ettd hanketta varten asuntojen radonpitoisuus mittausten tiedot voisivat
olla hyodyllisia. Mittaukset tehdaan asukkaan tai taloyhtiossa hallituksen
omasta aloitteesta, jolla saattaa olla valiton vaikutus kiinteiston turvalli-
suuskulttuuriin ja valillinen vaikutus paloturvallisuuteen. Tietopyynto vali-
tettiin STUKin kirjaamoon ja sielta STUKin lakimiehen harkintaan.

STUKin lakimies antoi kieltavan paatoksen tietopyynnolle lokakuussa 2020.
STUKin nakemyksen mukaan pyydetyn aineiston otos ei ole riittdvan kattava
tai edustava tutkimusta ajatellen, pyydetyn datan ja tulipalojen syntymeka-
nismin valinen syy-yhteys jaa tutkimussuunnitelman perusteella avoimeksi
eika tutkimus tuottaisi viranomaisille tai yhteiskunnalle merkittavaa lisaar-
voa tai sateilyturvallisuutta edistavia vaikutuksia.

STUKille toimitettiin lisatietoja, joilla oikaistiin harkinnassa kaytettyja seik-
koja ja pyydettiin ottamaan tietopyynto uudelleen harkintaan. STUKin la-
kimies ilmoitti marraskuussa, ettd toimitettujen tietojen perusteella asia
voidaan ottaa uudelleen harkintaan. STUK antoi mydnteisen paatoksen
tietopyynnolle joulukuussa. Vastauksessa eriteltiin, etta tietojen antami-
sesta peritdan julkisuuslain 34 §:n mukaisesti maksu. Tutkimushankkeen
myohemmassa vaiheessa tultiin kuitenkin siihen tulokseen, etta aineisto-
jen kustannushyoty ei olisi tarpeeksi kannattava tutkimuksen kokonaisuutta
ajatellen, eika niita otettu mukaan tutkimusaineistoon.

Tilannehuone (Helsinki GSE:n, VATT:n ja Tilastokeskus)

Tilannehuone on Helsinki GSEn perustama tietovaranto koronan taloudel-
listen vaikutusten seuraamista varten. Tietovarantoon on keratty julkisia ja
yksityisia aineistoja usean eri tiedontuottajatahon ja instituution kanssa.
Naihin kuuluvat muun muassa Tilastokeskus, valtiovarainministerio, tyo- ja
elinkeinoministerio, Suomen Pankki, veroviranomaiset ja KELA.

Hankkeen tutkija keskusteli Tilannehuoneen projektipaallikon kanssa elo-
kuussa 2020 tietovarannon tietosisallosta ja mahdollisesta yhteistyosta
tietojen hyddyntamiseen liittyen. Projektipaallikko lupasi selvittda tietojen
hyodyntamismahdollisuuksia ja palata asiaan. Asiasta tiedusteltiin uudes-
taan syyskuun lopussa, mutta siihen ei lopulta vastattu. Tultiin siihen tulok-
seen, ettd aineistoja varten tarvitaan joka tapauksessa tutkimusluvat niita
hallinoivilta tahoilta, joten aineistot haetaan erikseen.
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Findata

Findata on sosiaali- ja terveysalan tietolupaviranomainen. Findatan kautta
voi hakea sosiaali- ja terveysalan tietoja toissijaiseen kaytt6on ja organi-
saation kautta voi hakea tietoa useammalta viranomaiselta samaan aikaan.
Findatan tietolupahakemusta varten kayttaja tarvitsee suomi.fi tunnukset.
Findata veloittaa (2020) tietolupahakemuksesta koskevasta paatoksesta
1000 euroa. Aineiston kasittelysta peritaan erillinen maksu.

Osa Findatalta haettavista aineistoa sisaltda tietoa, jota voi kasitella vain or-
ganisaation yllapitdmassa tietoturvallisessa etakayttoymparistossa. Etakayt-
toymparistdon ei voi vieda eika sieltd voi tuoda tiedostoja, mutta Findatalle
voi toimittaa ulkoisia aineistoja kayttoymparistoon vietavaksi. Etdkayttojar-
jestelman kaytosta peritaan kuukausittainen maksu, joka riippuu kayttéym-
pariston koosta ja mahdollisesti tarvittavista teknisista raataloinneista.

Hanketta varten Findatalta haettiin KELAn, THLn, Elaketurvakeskuksen ja
Digi- ja vaestotietoviraston aineistoja. KELAlta haettiin elakkeensaajan asu-
mistuen saajat ja maksut (EAMAB), yleisen asumistuen saajat ja maksut,
Kelan maksetut eldke-etuudet, Kelan eldke-etuuksien saajat, kuntoutuspal-
velujen saajat ja maksut (tdydennetty perustetiedoilla), lastenhoidon tukien
maksut, lapsilisdn maksut (BMA), opintotuen maksut (OMA), perustoi-
meentulotuen saajat (henkilot) (F_SAAJAT _PC), tyottdmyysturvan maksu-
tiedot (FMA) ja vammaistukien saajat. THL:tad haettiin toimeentulotukirekis-
teri ja alkoholijuomien kulutus -rekisteri seka Eldketurvakeskukselta eldke-
rekisterin ja ansaintarekisterin tiedot. Digi- ja vaestotietoviraston henkilo-
tiedot haettiin Findatan kautta.

Tutkimuslupahakemus lahetettiin Findatalle 14.1.2021. Kevaalla ja kesalla
2021 hakemuksen kasittelyajoista tiedusteltaessa Findata vastasi automaat-
tisella séhkopostiviestilla. Viestissa kerrottiin, ettd hakemuskasittelyssimme
on ruuhkaa, eika yksittdisiin hakemusten kasittelyaikaa koskeviin tieduste-
luihin pystyta vastaamaan, koska kaikki resurssit kdytetdan hakemusruuh-
kan purkamiseen.

Findata otti hakemuksen tiimoilta yhteytta ensimmaisen kerran 20.9.2021,
jolloin pyydettiin lisatdydennyksia hakemuksen tueksi. Pyynnén mukaan
hakemusta tarkennettiin, muokattiin ja hakemuksen tueksi luotiin paivitet-
ty tutkimussuunnitelma, joka vastaa yksityiskohtaisemmin Findatan kysy-
myksiin. Hakemuksen uudelleen ldhettdmisen jdlkeen Findata pyysi useita
lisataydennyksia loka- ja marraskuun aikana. Lisdataydennyspyynnot liittyi-
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vat eri tietolupaviranomaisten kysymyksiin. Lisataydennyksia lahetettiin sita
mukaa, kun niitd pyydettiin. 10.12.2021 Findata ilmoitti, ettd tekoalya hyo-
dyntéavissa hankkeissa on Findata hiljattain alkanut edellyttda hakemuksen
liitteeksi myos yleisen tietosuoja-asetuksen 35 artiklan 1 kohdan mukaista
vaikutustenarviointia.

Hakemusprosessin hitauden takia aineistoja ei ehditty saada tata tutkimus-
hanketta varten, mutta hakemusta muokattiin siten, ettd samalla hakemuk-
sella haetaan aineistoja timan tutkimushankkeen jatkohankkeelle 2022
varten. Findatan hakemusprosessi keskeytettiin toistaiseksi ja sita jatketaan
jatkohankkeen aikana.

Tilastokeskus

Tilastokeskukselta haettiin samoja ja samankaltaisia sosioekonomisia muut-
tujia, kuin Findatalta. Koska Tilastokeskuksen hakemuskasittely on mak-
suton, tutkimuslupaa haettiin samaan aikaan seka Tilastokeskukselta etta
Findatalta.

Hankkeen tutkija keskusteli Tilastokeskuksen lakimiehen kanssa mahdolli-
suudesta saada Tilastokeskukselta henkil6tason tietoja ja vaihtoehtoisesti
mahdollisuudesta saada tiedot pseudonyymina yhdistettyna osoitetietoi-
hin. Tama ei ole tietosuojasyistd mahdollista eikd asiaan myonneta poikke-
uksia. Tilastokeskukselta voidaan kuitenkin hakea sosioekonomisia tietoja,
jotka voi yhdistda 250 m? resoluution tarkkuudella olevaan sijaintitietoruu-
dukkoon.

Tilastokeskukselle lahetettiin tutkimuslupahakemus, jossa oli eritelty tar-
vittavat muuttujatekijat FIRM_EMPENT ja FOLK valmisaineisto moduuleis-
ta. Haettavia aineistoja voi kasitella vain Tilastokeskuksen tietoturvallisessa
etakayttdymparistossa FIONAssa. Hakemus ldhetettiin 30.11.2020. Hakemus
otettiin kasittelyyn ja Tilastokeskus pyysi lisatarkennuksia, johon vastattiin.
Valmisaineistopyyntojen kasittelyajaksi arvioitiin noin kuukausi. Tilastokes-
kus kirjasi viimeisimman version hakemuksesta kasittelyyn 28.12.2020.

Tilastokeskukselta otettiin uudelleen yhteyttd 9.2.2021 ja hanketta var-

ten nimitetty yhteyshenkil6 kysyi tarkentavia lisakysymyksid, joihin vastat-
tiin. Tilastokeskus kysyi lisakysymyksia ja tdydennyspyynt6ja tasaisin valein
helmi-, maalis- ja huhtikuun aikana. Pyynt6ihin vastattiin sitd mukaan, kun
niitad esitettiin. 25.5.2021 yhteyshenkilo ilmoitti, ettd hakemus oli tilastoeet-
tisen lautakunnan kasittelyssa, jossa todettiin, etta koska aineistopyynt6 on
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laaja, tarvitaan viela yksityiskohtaisempi perustelu, joka avaa aineistojen
tarpeellisuutta jokaiselta pyydetylta aineistovuodelta. Pyynnon perusteella
tehtiin laaja selvitys seikoista, joiden osalta pyydettiin tarkennuksia ja muo-
kattu hakemus lisdtietoineen lahetettiin Tilastokeskukselle 8.7.2021.

Kayttolupa hyvaksyttiin 1.9.2021. Tilastokeskus toimitti organisaatiosopi-
muksen allekirjoitettavaksi ja tietoturvaselvityksen taytettavaksi 29.9.2021.
Sopimukset ja selvitykset toimitettiin lokakuun alussa. Tilastokeskus avasi
etakdyttdympariston tutkijalle 3.11.2021, noin 11 kuukautta hakemuksen jat-
tamisen jalkeen.

Tilastokeskuksen kanssa tehdyn sopimuksen mukaan etdkayttojarjestel-
maan toimitetaan Digi- ja vaestotietoviraston rakennus- ja huoneistorekis-
teri, Hatakeskuslaitoksen melu- ja hdiridilmoitukset sekd PRONTON aineis-
tot. Sopimuksen mukaan Tilastokeskus pseudonymisoi aineistot ja varmis-
taa, ettei etakayttojarjestelmaan vieda paikkatietoa, joka osuu 250m? alueil-
le, joissa asuu alle kolme henkilda. Tilastokeskus ei kuitenkaan pystynyt
teknisten haasteiden takia itse suodattamaan aineistoista kaikkia tietoja,
jotka osuivat yli kolmen henkilon ruudukoille. Joulukuun aikana Tilastokes-
kus toimitti ulkoisista aineistoista seuraavat:
e 20 prosenttia rakennuspaloista ja palovaaroista (14 868 kpl, 2008—
2020)
e 30 prosenttia rakennus- ja huoneistorekisterin tiedoista (847 981 kpl)
e 58 prosenttia melu- ja hairidilmoituksista vuosilta 2016-2018 (107
449 kpl)
e 0 prosenttia melu- ja hairidilmoituksista vuosilta 2019-2020 (Okpl)

Hankkeen tutkija tarjoutui useampaan otteeseen tekemaan aineistojen lin-
kityksen Tilastokeskuksen puolesta, jotta ulkopuolisista aineistoista saatai-
siin vietyd enemman tietoriveja. Linkitystad varten tarvitaan tieto siitd, missa
alle kolmen henkilon ruudut sijaitsevat, jotta ne voidaan poistaa ulkoisista
aineistoista. Useista yrityksista huolimatta Tilastokeskus ei toimittanut ruu-
dukkoa. Etakayttoymparisto sulkeutui 31.12.2021. Tilastokeskus ilmoitti tam-
mikuun 2022 puolivalissa, etta linkitykseen vaaditun ruudukon voisi sitten-
kin ostaa Tilastokeskukselta tutkimuskayttoon.

Aineistojen kaytolle haettiin jatkoaikaa helmi/maaliskuun ajaksi, jotta ulko-

puoliset aineistot saataisiin vietya etdkayttoymparistoon ja otettua huo-
mioon analyyseissa. Sopimuksen mukaan Tilastokeskus tekee alle kolmen
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henkilon ruututietojen karsinnan, mutta sita ei pystytty tekemaan kohtuul-
lisessa ajassa, joten paddyttiin ostamaan linkitykseen vaadittava ruututie-
toaineisto ja tietorivien karsinta tehtiin Tilastokeskuksen puolesta. Taman
hankkeen rakennuspalojen riskimallinnukset tehtiin niiden aineistojen pe-
rusteella, jotka Tilastokeskus sai vietya etakayttoymparistodn 2021 lopussa.
Kevaan 2022 kokeiluista julkaistaan erillinen raportti.
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Ennakoivan analytiikan tutkimushankkeessa selvitettiin,
miten ennakoivan analytiikan menetelmia, esimerkiksi
koneoppimista voidaan hyodyntaa pelastustoimen
riskianalyysitoiminnan tukena, erityisesti rakennuspalojen
mallintamisessa Suomessa.

Kirjallisuuskatsauksen ja kdytannon kokeilujen avulla tunnistettiin keskeisia
ohjatun koneoppimisen algoritmeja, joilla on mahdollista kohdentaa pelastus-
toimen palveluita aiempaa riskiperusteisemmin. Samalla kartoitettiin uusia
aineistoja ja tunnistettiin rakennuspaloja keskeisesti selittavia tekijoita, joita
tulisi hyddyntaa pelastustoimen riskianalyyseissa tulevaisuudessa.

Paakaupunkiseudun avointen aineistojen kokeilun perusteella satunnaismetsa-
algoritmi suoriutui parhaiten. Koko Suomen rakennuspaloriskiarvojen mallin-
tamisessa asukasmaara osoittautui kaikista painavammaksi rakennuspaloja
selittavaksi tekijaksi ja toiseksi painavin muuttuja oli autolliset asukaskunnat.
Tyottomyyteen, toimeentuloon ja elakkeeseen liittyvat muuttujat olivat

myos keskeisia mallinnuksessa. Koko Suomen rakennuspaloriskiarvojen
mallintamiseen luotiin kaksiosainen laskennallinen viitekehys. Testien
perusteella XGBoost suoriutui mallinnuksista parhaiten ja soveltuisi hyvin

pelastustoimen riskianalyysien muodostamiseen.
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